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YUKSEK BOYUTLU MODEL GOSTERILIiMi iLE DiJITAL
MAMOGRAMLARDA MEME KANSERI TANISI

OZET

Giderek gelisen teknolojik gelismelerle birlikte yapay zekanin kullanimi giinliik
yasantimizda yayginlamaya baslamistir. Saglik sektoriinde de giin gectikte artan
kullanimiyla yapay Ogrenme algoritmalar1 hayati 6nem tasimaktadir. Bilgisayar
Destekli Tan1 sistemlerinin gelismesiyle birlikte yanlis tani riski azaltilmaya ve erken
tan1 imkan1 artmaya baglamistir. BDT sistemleri, erken ve dogru teshisin hayati 6nem
tasidigi kanser gibi 6liimciil hastaliklarin seyrini degtirecek niteliktedir.

Bu tez calismasinda Yiiksek Boyutlu Model Gosterilimi yontemi ve gesitli gozetimli
makine 6grenmesi yontemleri kullanilarak meme kanseri teshisi otomatiklestirilmis
tir. Yeni bir algoritma gelistirilmis ve sadece mamogram goriintiileri kullanilarak
meme kanseri tanisi ilizerine calisilmistir. Bu calismamin 6zgiin tarafi , Yiksek
Boyutlu Model Gésterilimi yonteminin ilk kez meme kanseri tanisi i¢in kullanilmig
olmasidir. IRMA veri tabanindan elde edilmis mamogramlara, YBMG yontemi
uygulanmis ve YBMG bilesenleri hesaplanmistir. Bu bilesenler, meme kanseri
tanisinda Oznitelik olarak kullanilmistir. Bu calismada YBMG ayni zamanda bir
kontrast iyilestirme yontemi olarak ele alinmis ve durumlara gore ayrilmig veri
kiimelerine uygulanmustir.

Yiiksek Boyutlu Model Gosterilimi yontemi bir bol yonet algoritmasidir. Giiniimiizde
cok cesitli uygulamalar1 olan bu ydntemin meme kanseri tanisi i¢in kullanilmasi
uygulamasi da bu tez ¢alismada yapilmistir. Yiiksek Boyutlu Model Gosterilimi
Yontemi, karesi integrallenebilen ¢ok degiskenli bir fonksiyonu, daha az bagimsiz
degiskenli fonksiyonlarin toplami seklinde yeniden temsil etmeye yarayan bir
yontemdir. Daha az islem yiikii gerektiren problemlerde kesme yaklagtirnm
fonksiyonlar1 kullanilabilir. Bu ¢alismada da ikinci dereceye kadar olan terimlerden
olusan YBMG denklemi esas alinmustir.

Bu c¢alismada meme goriintiilerinden elde edilmis YBMG bilesenleri ve bu
bilesenlerin istatistiksel varyanslari birer dznitelik olarak kabul edilmistir. Oznitelik
matrisleri YBMG bilesenlerinin gesitli durumlarina gore olusturulmustur. Bu 6znitelik
matrisleri kullanilarak mamogramlar 3 farkli durumda incelenmistir. Sirastyla normal,
1yl huylu ve kanser, kanser olan ve olmayan ve kitle olan ve olmayan durumlarim
iceren veri kiimeleri olusturulmus ve Oznitelik matrisleri bu durumlarda elde
edilmistir. Gézetimli makine 6grenmesi yontemleri kullanilarak yontemin basarisi
stnanmistir. Meme kanseri tanisi i¢in gelistirilen algoritma sinanmis ve calismada
tablolar halinde sunulmustur. IRMA veri kiimesinden elde edilen goriintiiler herhangi
bir goriintii iyilestirme islemi uygulanmadan bu sonuglar elde edilmistir. Cikan
sonuglar karsilatirilmig ve farkli arayiglara yonelinmistir. Elde edilen skorlari
arttilabilecegi digsiincesiyle her bir mamaograma Kkontrast iyilestirme islemi
uygulanmistir. Meme goriintiilerine kontrast iyilestirme tekniklerinden olan Kontrast
Sinirli Uyarlamali Histogram Esitleme yontemi ve Yiiksek Boyutlu Model Gosterilimi
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yonteminin kontrast iyilestirme i¢in gelistirilmis algoritmasi1 uygulanmistir. Bu
yontemler uygulandiktan sonra basarilar1 sitnanmis ve karsilagtirilmistir. Bu calismada
kontrast iyilestirme teknikleri arasindaki skor farklarinin anlamli olup olmadigina t
testi uygulanrak bakilmistir. Normal iyi huylu ve kanser veri kiimesi i¢in YBMG ve
CLAHE yontemleri arasinda istatiski bir fark gézlemlenirken kanser ve kanser degil,
kitle var ve kitle yok veri kiimeleri i¢in anlamli bir fark gozlemlenmemistir. Tiim veri
kiimeleri ve skorlara bakildiginda en yiiksek test basaris1 %89 olarak elde edilmistir.

Gelistirilen 6zglin yontemin performansi, mamogramlarin durumlara gore ayrilmis
veri kiimelerine ve olusturulan 6znitelik matrislerine gore sinanmis ve karsilastirma
yapimistir. YBMG bilesenlerinin 6znitelik olarak degerlendirilebilecegi diisiincesine,
elde edilen basarili sonuglar neticesinde ulagilmistir.
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BREAST CANCER DIAGNOSIS IN DIGITAL MAMMOGRAMS USING
HIGH DIMENSIONAL MODEL REPRESENTATION

SUMMARY

With the advances in computer technologies, the use of artificial intelligence has
started to become widespread in not only our daily life but also in the health sector.
Computer Aided Diagnosis (CAD) systems have reduced the risk of misdiagnosis and
increased the possibility of early diagnosis. CAD systems have the potential to
positively affect the course of deadly diseases such as cancer.

In this study, we developed a computer-aided diagnosis algorithm based on the High
Dimensional Model Representation (HDMR) method and various supervised machine
learning methods. That is, we try to design an automated diagnosis algorithm for breast
cancer diseases using mammogram images. This algorithm has two main steps. The
first step is that the HDMR components which are features for the mammograms are
obtained using HDMR decompositions method and the second one is to cluster the
mammograms using machine learning algorithms such as k-nearest neighborhood
algorithm, support vector machine, logistic regression, linear discriminant analysis,
decision trees algorithms, random forest.

HDMR is a method used for function and data decomposition and image enhancement.
In other words, HDMR is a divide-and-conquer method which is used for a low
dimensional representation of a multivariate function.

The most general of an N-dimensional function is the HDMR expansion as follows:

F s o) = fo +Zﬁ(x )+ Z iy x) + -+ fro (s )
i,j=1
i<j
In this multivariate function, the constant term f;, the univariate terms f; (x;) and the
bivariate terms are represented in the form of f;; (x;, x;).

HDMR can be applied to N-dimensional multivariate data set and as a result 2V
number of less variate data sets are obtained. Since images in RGB format have three-
dimensional array structure. 23 data sets are gained. These are named as constant term,
univariate terms and bivatiate terms. The general structure of constant, univariate and
bivariate terms are as follows:

ng Nz 7Nz
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Here we assume an image in RGB format as n;Xx n,x nz dimension . Since RGB has
3 channels for pictures, n; is always equal to 3. As it seen that there are seven
components of HDMR are given here. The last remaining term is just calculated that
the given above components are subtracted from the original image. Since HDMR
method represents the original image exactly, the remaining term is out of scope.

HDMR method has many applications in various fields. In this study, we use this
method to decomposed the mammograms with HDMR in this study. The original
aspect of this study is that the HDMR method was used for the first time to diagnose
breast cancer. Mammogram images were drawn from the IRMA database. We used
the different combinations of main HDMR components and statistical properties to
build six different feature matrices.

We trained various supervised machine learning algorithms to classify the patients.
We used three different classification modes, with labeling the set as normal-benign-
malign, normal-abnormal or cancer-not cancer. We reported and compared the
accuracy scores of each method. First of all, a data set which was not used any contrast
enhancements methods take for processing. Afterwards, image enhancement
techniques were applied and a new data set was created. For the two datasets, three
different paths were applied similarly.

First way; For the data set containing normal, benign and cancer states, the YBMG
components of each mammogram were calculated. The calculated components were
transformed into an attribute matrix in 6 formats, each with the same path.

Second way; HDMR components were calculated for a data set containing cancer and
non-cancer states.

The third way; HDMR components of mamaograms containing masses and mass
disappearances were calculated. Similarly, attribute matrices were formed and
achievement scores were obtained.

In summary, the attributes to be measured with success were determined and a vector
was created by adding to the tip. We also tested whether contrast enhancement

XX



methods increase the accuracy or not and found that Contrast Limited Adaptive
Histogram Equalization (CLAHE) does not affect the prediction accuracy, while
HDMR significantly increased the success up to 89% when used as a contrast
enhancement method.

In this study we found that HDMR is a successful method to extract features from
mammograms for using in artificial learning algorithms and we confirmed that HDMR
Is an effective contrast enhancement method in medical image processing.
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1. GIRIS

Tibbi tanilamada bilgisayar destegi ve yapay Ogrenme tekniklerinin kullanimi giin
gectikce artmakta ve hayati onem tagimaktadir. Erken ve dogru teshisin 6nemli oldugu
kanser gibi hastaliklarda bilgisayar destekli tan1 sislemleri yayginlagsmaktadir. Kanser,
insan hayati icin &nemli bir tehdittir. Diinya Saglik Orgiitii istatistiklerine gére,
kanserden kaynaklanan 6liimler 2030 yilinda yaklasik 12 milyon kisiye ulagacaktir.
Bu nedenle hem tibbi uygulamalarda hem de bilimsel arastirmalarda kanser teshisine

yonelik yapilan her ¢alisma 6nem kazanmistir (Tang ve Agaian, 2014).

Bilgisayar Destekli Tan1 (Computer-aied diagnosis , CAD, BDT) tibbi goriintiileme ve
tanisal radyolojide olduk¢a 6nemli bir arastirma alanidir. BDT ile radyologlar
bilgisayar ¢iktisini ikinci goriis olarak kullanir ve gbézden kacabilecek bulgularin
yeniden degerlendirilmesi saglanir. Burada BDT ile bilgisayarlarin performansinin
doktorlar ile karsilagtirilabilir ya da daha iyi olmasi gerekmez, ancak doktorlar
tarafindan tamamlayict olmasi gerekmektedir. Dolayisiyla BDT, dogrudan taniyi
koyan arag olarak degil ancak taniy1 koymada doktorlara yardimci olacak tamamlayici

bir sistemdir (Doi, 2007).

Bilgisayar Destekli Tani, saglik sektoriinde verimliligi arttirmada olduk¢a 6nemli bir
yere sahiptir. BDT, gesitli kanser tiirlerinde gozden kagabilecek bulgularin tespitinde
kullanilmis ve olumlu sonuglar vermistir. Ornegin meme, akciger, kolon, prostat
kanserleri, Alzeimer hastaligi ve diyabetik retinopati gibi bir¢cok kanser tiirii ve

hastaligin teshisinde bilgisayar destekli tanidan yararlanilmaktadir.

Daha once yapilan calismalardam birinde kolonik poliplerin tanisinda bilgisayar
destekli tani sistemi ve optik kolonoskopi performansi karsilagtirilmistir. Bu
karsilagtirmada 1186 hasta igeren bir veri kiimesinden rastgele se¢ilen 394 veri egitim,
792 veri test kiimesi olarak ayrilmistir. Burada BDT ile 8mm ve daha biiyiik boyuttaki
polipler i¢in optik kolonoskopiyle kiyasla benzer sonuglar elde edilmistir (Tang ve
Agaian, 2014).



Radyologlarin akciger grafilerindeki iyi huylu ve kotii huylu pulmoner noldiilleri
belirlemesinde  bilgisayar destekli tan1 semas: kullanilip  kullanilmamasi
karsilastirilarak radyologlarin performansi dl¢iilmiistiir. 31 primer akciger kanseri ve
22 iyi huylu nodiil igceren toplam 53 akciger grafisi igeren veri kiimesinde her nodiil
icin malignite olma olasilig1 6lgiisii, otomatik bir bilgisayar destekli sema kullanilarak
belirlenmistir. Radyologlarin sema varken ve sema olmadan goriintiileri yorumlamasi
beklenmis ve radyologlarin performansinin sema varken konan taniyr énemli 6lclide

iyilestirdigi gosterilmistir (Shiraishi ve dig, 2003).

Alzheimer tipi demansin (ATD) tanisinda erken teshis i¢in bir bilgisayar destekli tan1
teknigi sunulmustur. Onerilen medoloji, Welch’in her iki sinif arasindaki t-testini
sunan normal ve Alzheimer goriintiileri arasindaki belirli bir esikten biiyiik voksellerin
secimine dayanmaktadir. Secilen vokseller i¢in yogunluk degerlerinin ortalama ve
standart sapmast hesaplanmig ve iki farkli siniflandirma i¢in 6znitelik vektorleri
secilmistir. Onerilen metodoloji ile %95 iizerinde dogruluk seviyesine ulasilmistir

(Salas-Gonzalez ve dig, 2010).

Erken teshis, diger kanser tiirlerinde oldugu gibi meme kanserinin seyrini belirlemekte
de ¢ok onemli bir faktordiir. Bilgisayar destekli tani, meme kanserinin erken teshisi
icin 6nemli bir aragtir. Cift okuma ile karsilastirildiginda BDT radyologlarin is yiikiinii
azaltmasimin yaninda etkili bir BDT sistemi ile erken teshiste etkili olmustur

(Jinshantang ve dig, 2009) .

Makine 6grenmesi verilerden bilgi ¢ikarmakla ilgilidir. Istatistik, yapay zeka ve
bilgisayar bilimlerinin kesigimdeki bir arastirma alanidir ve ayn1 zamanda tahmine
dayali analitik veya istatistiksel 6grenme olarak da bilinir. Makine 6grenmesini temel
alan uygulamalar giinlik yasantimizda olduk¢a genis yer tutmaktadir. Bu

uygulamalardan en hayati olanlar sliphesiz saglik sektoriinde yer alanlardir.

En basarili makine 6grenme algoritmalari, bilinen 6rneklerden genellestirerek karar
verme siireclerini otomatiklestiren algoritmalardir. Gozetimli 6grenme olarak bilinen
bu teknikte, girdiler ve istenen ¢iktilar kullanici tarafindan saglanir ve algoritma, yeni
veri i¢in girdileri kullanarak istenen ¢iktry1 iiretmenin yollarini bulur (Miiller ve Guido,
2017).

Son yirmi yilda ¢esitli makine 6§renmesi teknikleri ve 6znitelik segme algoritmalari

hastalik teshisinde, prognozu ve 6ngoriisiinde yaygin olarak kullanilmaktadir (Kourou



ve dig, 2015). Ozellikle kanser teshisinde yardimci yontem olarak sik¢a kullanilan
makine 6grenmesi teknikleri, erken teshis ve tedavi imkani saglayabilmesi agisindan
onemlidir. Literatiirde yapilan bir ¢alismada 286 meme kanseri teshisi konmus hastaya
ait  UCI (University of California-Irvine) Machine Learning Laboravuvarindan
alinmig veriler kullanilmisltir. Dokuz adet 6znitelik igceren bu veriler 6n islemden
gecirilmeden makine oOgrenmesi teknikleri kullanilarak siniflandirilmistir. Bu
siniflandirma Weka Veri Madenciligi yazilimi kullanilarak yapilmistir. Siniflandirma
basarisint %45 ila %79 arasinda yontemlere gore degisiklik gostermistir (Kolayve
ERdogmus, 2016). Baska bir ¢alismada meme kanseri teshisi i¢in kullanilan makine
ogrenmesi tekniklerinin simiflandirma performanslari karsilastirilmistir. Ayrica meme
kanserinde rol oynayan baskin genlerin belirlenmesi iizerine ¢aligilmis ve neticede 139
Oznitelik ile elde edilen basar1 %90,72 olmustur. Bu calisma etkin genlerin se¢imi

WEKA programi kullanilarak yapilmistir (Bektas ve Babur, 2016).

Bu ¢aligmada yapay 6grenmede kullanilacak 6zniteliklerin eldesinde Yiiksek Boyutlu
Model Géosterilimi (YBMG) yontemi kullanilmistir. Bu ydntem, bir boyut azaltma
teknigi olarak da ele alinir. Cok degiskenli bir fonksiyonu daha az degiskenli
fonksiyonlarin toplami olarak yazmayi saglayan YBMG yontemi, bir bol-yonet

algoritmasidir (M. A. Tunga ve Demiralp, 2008).

YBMG yontemi ilk olarak Rus matematik¢i I. M. Sobol tarafindan ortaya atilmigtir
(Sobol, 1993). Prof. Metin Demiralp ve grubu ile birlikte bu yontem gelistirilmis ve
farkl1 bilimsel alanlarda ¢ok c¢esitli problemlerin ¢6ziimii i¢in kullanilmaya
baslanmigtir (Ozay & Demiralp, 2014; Korkmaz & Metin, 2012; M.A.Tunga ve
Demiralp, 2009; B. Tunga & Demiralp, 2012; B. Tunga & Demiralp, 2010). Ornegin
renkli goriintiileri yeniden insaa etmede kullanilmis ve basarili sonucglar vermistir
(B.Tunga ve Altin, 2014). Baska bir ¢alismada hem YBMG goriintii kiimeleme
yontemi hem de boyut azaltma teknigi olarak kullanilmigt1 (Karcili ve B.Tunga, 2017).
Diger bir calismada ise bu yontem goriintii iyilestirme teknigi olarak sunulmustur (B.
Tunga ve Koganaogullari, 2017). Ayrica YBMG yontemi, yliksek boyutlu veriyi diigiik
boyutlarda temsil ederek imgedeki eksik kisimlarin tamamlanmasi yada bozuk

kisimlarin diizeltilmesinde de kullanilmistir (Karaca ve M.A.Tunga, 2018).

Bu ¢alismada ise YMBG yontemi ilk defa meme kanseri tanist i¢in kullanilmis ve
yontemin performansi dlglilmeye ¢alisilmigtir. Bu amagla IRMA (Image Retrival in
Medical Applications) (http://irma-project.org/index_en.php) veri tabaninda bulunan



mamogramlar kullanilmis ve YBMG yoOntemi bu mamogramlar iizerine uygulanarak
veri ayristirnmi yapilmistir. Bu sayede ¢ok biiylik boyutlu mamogramlar yerine daha
az boyutta veri kiimeleri ile elde edilen 6znitelik matrisleri olusturulmustur. Bu
matrisler gozetimli yapay 6grenmesi teknikleri kullanilarak normal, iyi huylu ve
kanser, kanser olan ve olmayan ve kitle olan ve olmayan durumlar i¢in tahmin basarisi

Olciilmiistiir.

Bu tez caligmasinin ikinci boliimiinde Yiiksek Boyutlu Model Gosterilimi yonteminin
genel anlatimi, verilere ve goriintiilere uygulanigi, makine 6grenmesi teknikleri ve
goriintli iyilestirme algoritmalart verilmistir. Bu ¢calismanin 6zgiin kismi olan Yiiksek
Boyutlu Model Gosterilimi yontemiyle meme kanseri tanisi islemleri tiglincii boliimde
gosterilmistir. Dordiincii boliimde elde edilen sonuglar tablolar halinde karsilastirmali
olarak sunusmustur. Besinci boliimde ise elde edilen sonuglardan ve Onerilerden

bahsedilmistir.



2. YONTEM

Bu boliimde fonksiyon ve veri ayristirimi ile goriintii isleme igin kullanilan Yiiksek
Boyutlu Model Gosterilimi (YBMG) yontemi, gézetimli makine 6grenmesi teknikleri

ve goriintii iyilestirme algoritmalar1 yer almaktadir.

2.1 Yiiksek Boyutlu Model Gosterilimi Yontemi (YBMG)

N-boyutlu bir f (x4, ..., xy) fonksiyonunun en genel haliyle YBMG agilimi1 agsagidaki
gibi sonlu bir toplama karsilik gelir:

N N
fxq,xy) = fo + Zfi(xi) ig Z fij i %) + -+ fiz v (1,0, xN) (2.1)
i=1 ij=1
i<j

Cok degiskenli bu fonksiyonda sabit terim f;, tek degiskenli terimler f;(x;) ve iKi
degiskenli terimler f;; (xi,xj) seklinde gosterilir. YBMG agilimina ait terim sayisisi

denklem 2.2°deki gibi hesaplanir.

N

() + (=202 &

i=0
Sonug olarak toplam terim sayis1 2V seklinde bulunur.

YBMG terimleri olarak adlandirilan bu fonksiyonlarin essiz bir bi¢imde
belirlenmesinde Sobol tarafindan ortaya atilan ve daha sonra H. Rabitz tarafindan

genellestirilen agagidaki yok etme kosullar1 gegerlidir.

b, by
j dx1 j de Wl(.xl) ...WN(xN)ﬁ(xi) = O, i = 1, ,N (23)
aq an

Bu kosulda yer alan W;(x;), agirlik fonksiyonuna karsilik gelmektedir. Daha sonraki
adimlarda YBMG terimlerini hesaplarken kullanacagimiz agirlik fonksiyonlarinin

carpimindan elde edilen ifade denklem 2.4’teki gibidir.



N
W(xl, ...,XN) = l_IWi(xi), X; € [ai, bi]' 1<i<N (24‘)
i=1

Uygun bir i¢ ¢garpim tanimi altinda YBMG agilimindan elde edilen herhangi iki terimin
birbirine dik olmasi kosulu, Prof. Demiralp tarafindan kanitlanan denklem 2.5’teki

ifadeye karsilik gelmektedir.
<fi1i2...ik'fi1i2...il> = O, iliz ik * iliz il' k,l = 1, ,N (25)
Buradan YBMG agiliminin bir dik ayristirnm oldugu sonucuna ulasilabilir.

Dik olma kosulu i¢in kullanilan uygun bir i¢ ¢arpim, her biri x bagimsiz degiskenine
bagli, karesi integrallenebilir iki N-boyutlu fonksiyon, u(xy, ..., xy) ve v(x, ..., xy),

alinarak denklem 2.6’teki gibi tanimlanur.

b, by
(u,v) = f dxy ... f dxy W(xq, ., xy)u(xq, oo, xp) (%4, oor, Xn) (2.6)
aq ay

YBMG terimlerinin agirlik faktorleri hesaplanmasinda islem kolaylig1 saglamak adina
belirlenen normalizasyon kriteri, ilgili a;, b; araliklarda integraller 1 olacak sekilde

secilir.
b;
f dxl- Wl-(xi) = 1, i = 1, ,N (27)
ai

Yukarida anlatilan agirlik fonksiyonlari ve diklik kosullar: kullanilarak YBMG sabit,

tek degiskenli ve iki degiskenli bilesenleri sirasiyla hesaplanir.

YBMG sabit bilesenini hesaplamak i¢in denklem 2.1°de verilen ifade ile denklem 2.4
carpma islemine tabii tutulur ve tiim degiskenler ilgili araliklarda integrallenir. Elde

edilen esitligin sag tarafinda yok etme kosulundan dolay1 sadece f,, kalir ve istenen

ifadeye ulasilir.
by by
fo= f dx; ... f dxy Wi(x1) .. Wy Cen) f(xq, ey xy) (2.8)
aq ay

Tek degiskenli terimler hesaplanirken de benzer bir yol izlenir. Herhangi tek
degiskenli f;(x;) fonksiyonu icin denklem 2.1°deki esitligin her iki tarafi agirlik

fonksiyonlart ile carpilir ve ilgili bagimsiz degiskenine gore yok etme kosulu altinda



agirlik fonksiyonu ve integralleri atilir. Sonug olarak elimizde sadece YBMG’nin sabit

fo ve tek degiskenli f; (x;) terimleri kalir. Boylece bulmak istedigimiz ifade elde edilir.

by bi—1 bit1 by
ﬁ(xl) ES f dxl e f d.xl'_l f dXi+1 e J de Wl(xl) e
a1 Ai-1 Qi1 an

Wi 1 (xim1)- Wig1 Ceyr)- o Wy () f (g, 0 xn) — fo i=1,..,N (2.9)
Iki degiskenli terimler hesaplanirken de sabit ve tek degiskenli terimlerdeki yol izlenir.
Burada da iki degiskenli f; j (x;, x]-) fonksiyonu i¢in denklem 2.1°deki esitligin iki tarafi
da W(x;),W(x;) disindaki agirlik fonksiyonlarn ile carpilir ve x;,x; digindaki

bagimsiz degiskenlere gore ilgili aralikta integrallenir. Yok etme ve normalizasyon

kosullart uygulandiktan sonra istenen ifadeye ulasilir.

by bi_4 bitq bj1 bj+1 by
ﬁj(Xi, x]) = -]- dxl -]- dxl'_l -]- dxH_l f dx]'_l f dx]‘+1 f de
az aj—1 Ai+1 aj—1 Aj+1 an

W) o Wisg Coim ) Wig 1 (341)- - M/j—l(xj—l)w/j+1(xj+1) o Wy (en) f (g, oo xy)
~ i)~ fi() —fo  Li=1.,N (2.10)

Ayni yol izlenerek ii¢ ve daha fazla degiskenli YBMG bilesenlenlerinin hesaplanmasi
da miimkiindiir. Fakat literatiir incelendiginde ikili terimlere kadar YMBG agiliminin
yeterli oldugu ve yiiksek basar1 oranlariyla karsilagildigi goriilmiistiir. Dolayisiyla
daha az degiskenli fonksyionlar yardimiyla  orijinal fonksiyona yaklastirim
mimkiindiir. Sabit, tek degiskenli ve iki degiskenli yaklastirimlar Prof. Demiralp

tarafindan tanimlanmis ve kesme yaklastirimlari adi verilmistir.

So(X1, oy Xn) = fo

N
S1(x1, v, xy) = So(Xq, oo, xy) + Zfl-(xl-)
i=1

N
So(xq, ey Xy) = S1(Xq, oo, xy) + Z fij (xi, %)
=1
i<j



N
Sic (X1, e xn) = Sp1(Xq, o, xy) + Z fiy i (i oer X))
il,...,ik=1
iy <-<ig

1<k<N (2.11)

Denklem 2.11°deki baglantilar yardimiyla orijinal fonksiyona k. dereceden yaklastirim

denklem 2.12’de gosterilmistir.

f(x1, e, xn) = S (Xq, on, Xy) (2.12)

Bu calismada YBMG’ye acilacak fonksiyonlar, goriintiiler kullanilarak elde
edilecektir. Orijinal fonksiyonumuz ii¢ bagimsiz degisken icereceginden ikinci

dereceye kadar olan terimler kullanacagimiz yaklastirnm i¢in yeterlidir.

f(x1, s xn) = 5301, e, Xy) (2.13)

Sonug olarak bu calismada kullanacagimiz YBMG yaklasimi {i¢ bagimsiz degisken

iceren ikinci dereceye kadar olan terimlerden olusan denklem 2.14’teki gibi olacaktir.

3 3
f(x1,x2,x3) = fo + Z fir(xi1) + Z fisis (xil:xiz) (2.14)

i1=1 i1,i2=1
iy <i,

Analitik yapist bilinen fonksiyonlara uygulanan bu ydntem, veriler icin de

uygulanabilir. Her x; bagimsiz degiskeni igin, ayrik bir D; kiimesi tanimlanir:

ki

D; = {811 s & ...,sini},i =1,..N (2.15)

Burada orijinal verinin tanim kiimesi, her bir x4, ...,xy bagimsiz degiskeni i¢in
tanimlanan Dy,.., Dy kiimelerinin kartezyen ¢arpimina karsilik gelir. Dolayisiyla
analitik yapis1 bilinmeyen bir fonksiyon iizerinde tanimlanan sonlu sayida ayrik nokta

ile olusturulmus tanim kiimesi denklem 2.16’daki gibi ifade edilir.

Agirlik fonksiyonu da bu yapiya uygun diizenlenir. Dirac delta fonksiyonlarinin lineer
kombinasyonlar1 kullanilarak denklem agirlik fonksiyonu 2.17’deki gibi elde edilir.

n;

Wi(xl-) = z a,i(iS(xi - Sik), X; € [ai, bi]’ i = 1, ,N (217)
ki



Veriler i¢in bu agirlik fonksiyonu yardimiyla, analitik yapisi bilinen fonksiyonlar igin

uygulandigi sekliyle uygulanarak YBMG bilesenleri hesaplanir.

2.2 Yiiksek Boyutlu Model Gosterilimi Yontemi ile Goriintii Isleme

RGB formatindaki renkli goriintii verileri, yatay ve diisey piksel degerlerinden olusan
tic boyutlu dizi yapisina sahiptir. Bu yiizden dijital goriintiilere uygulanan YBMG
yontemi, 3 degiskene bagl bir veri kiimesine uygulandig1 sekliyle kullanilmistir.
Burada her bagimsiz degiskenin aldig1 degerler n,,n,,n; ile gosterilir ve sirasiyla
diisey piksel sayisi, yatay piksel sayisi, renk sayisina karsilik gelir. Renkli goriintii
verileri RGB formatinda 3 kanala sahip oldugu i¢cin nz her zaman 3’e esittir.
Dolayistyla YBMG ayristirim yontemi dijital goriintiiler tizerine uygulandiginda her
bir goriintii i¢in sabit, tek degiskenli ve iki degiskenli bilesenleri igeren terimler elde

edilir (B.Tunga ve Koganaogullari, 2017).

Asagida YBMG’ye agilan goriintiilerden elde edilen sabit terim verilmistir (B.Tunga
ve Altin, 2014):

fo = 2 Z 2 el ad fED &2 &) (2.18)

k1=1 k2=1 k3=1

Burada f (Efkl) Eng) E§k3)) RGB formatindaki ii¢ boyutlu resmin piksel degerlerine,
a,({]]'_ ) parametresi ise Dirac delta fonksiyonu yardimiyla hesaplanmis her bir piksele ait

agirlik faktoriine karsilik gelir (M. A. Tunga ve Demiralp, 2008). Bu agirlik faktorleri
literatiirde genellikle asagidaki sekilde secilir:
; 1
a,(gj) =— j=123 1<ksm, 1sksn, 1sks<n (2.19)
7
Boylece ayn1 boyuttaki tiim agirlik faktorlerinin degerleri esit olarak alinmastir.
Agirlik faktorlerinin se¢cimi degisiklik gosterse de agsagidaki normalizasyon kriterini

saglamalidir:

Z a,{j =1, j=123 (2.20)

Verilen agirliklar altinda goriintiiler i¢cin YBMG veri ayristiriminin tek degiskenli

terimleri agagidaki gibi hesaplanir:



fi% ) = Z Z a,(é) @) ¢ (kl) glka) Sz<k3)) f,

fZ(fékZ)) — z Z a}gll) ak3 (kl) Ez(kZ) E(ks)) f (221)

np 3

k K k k
(%) = Z z a}(é) akz)f( k) gllo) g 3)) f,
kz =1 k3 =1
YBMG’ye agilan goriintli verilerinden elde edilen sabit ve tek degiskenli bilesenler
yardimuiyla iki degiskenli bilesen de agagidaki gibi hesaplanir:

3

fraGim, gy = " af (68 607 69) - fi60) - £8P - f

k3=1

na

fraGlm, gy = 3 a®f (68 602 69) - 16l = £ - f

k=1

ny

f23(€§km2)’€§km3)) — Z (1)f( k1) Ez(kz) E(k3)) fz(fz(kZ)) f3(€(k3)) fO

(2.22)

YBMG’ye acilan dijital goriintiilerin hesaplanan tek degiskenli bilesenleri birer
vektor, iki degiskenli bilesenleri birer matris yapisindadir. Sekil 2.1°’de YBMG’ye
acilan dijital mamogramlarin sabit, tek degiskenli ve iki degiskenli bilesenlerinin

karsil1g1 olan goriintiiler yer almaktadir.

10



a) sabit bilegen b) tek degiskenli bilegen ¢) iki degiskenli bilegen

Sekil 2.1 : YBMG bilesenlerine karsilik gelen goriintiiler.

Tiim bu terimler yeniden yerlestirme yapilarak toplandiginda, yani terimlerin

sliperpozisyonu ile, orijinal goriintii Sekil 2.2°deki gibi tam olarak ifade edilebilir.

a) orijinal goriintii b) siiperpozisyon

Sekil 2.2 : Orijinal ve siiperpoze edilmis goriintiiler.

Bu ¢alismada YBMG’nin sabit, tek degiskenli ve iki degiskenli bilesenleri kullanilarak
yeni algoritma gelistirilmis ve bu algoritma kullanilarak meme kanseri teshisi

konulmaya ¢alisilmstir.

2.3 Gozetimli Makine Ogrenmesi Teknikleri

Bu boliimde k-En Yakin Komsu (k-Nearst Neigbour, kNN), Destek Vektor Makineleri
(Support Vector Machine, SVM), Lojistik Baglanim (Logistic Reggression, LogReg),

11



Dogrusal Ayirtag Coziimlemesi(Linear Discriminant Analysis, LDA), Karar
Agaglari(Decision Trees) ve Rastgele Orman(Random Forest, RF) gézetimli makine
ogrenmesi teknikleri anlatilmaktadir. Bu yontemler YBMG yoOnteminin sabit, tek ve
iki degiskenli bilesenlerinin kullanilmasiyla elde edilen ve bir sonraki boliimde nasil

bulundugu anlatilacak olan 6znitelik matrisine uygulanmaistir.

2.3.1 K-en yakin komsu algoritmasi

k-En Yakin Komsu algortitmasi, 1967 yilinda Cover ve Hart tarafindan ortaya atilmus,
istatistiksel 6grenme teorisine dayali 6rnek tabanli bir gdzetimli makine 6grenmesi
yontemidir (Cover ve Hart, 1967) . Bu yontem bir veri kiimesindeki Orneklerin,
genellikle yakin o6zelliklere sahip diger drneklerle benzerlik gosterecegi prensibine
dayanir (Kotsiantis, 2007). Eger ornekler, bir siniflandirma etiketi ile belirlendiyse,
siiflandirilmamis bir Ornedin etiketinin degeri, en yakin komsularinin smifini
gozlemleyerek belirlenir. Boylece kNN algoritmas: yardimiyla, isaretli 6rnege en
yakin diger 6rnek bulunur ve en sik kullanilan etiketi tanimlayarak ornegin sinifi

belirlenir .

Pozitif bir k tamsayisi ve x, test 6rnegi olarak verilsin. kNN smiflandiricisi, egitim
verilerini goz 6niinde bulundurarak x,’a en yakin k noktalarini gosterir ve N, olarak
temsil edilir. Daha sonra, j siifina ait kosullu olasilig1 N,’daki noktalarin, j degerine

esit oldugu noktalarin kesri olarak tahminde bulunur:
. 1 .
Pr(Y =j1X=x) =3 ) 10i=)) (223)
XiENyp

Son olarak Bayes kurali uygulanir ve x, test 6rnegini en yiiksek olasilikli sinifa atar
(Casella ve dig, 2017).

Sekil 2.3 : k=3 ve 5 i¢in en yakin komsu.

12



Sekil 2.3’te yuvarlak sekil, sinifi belirlenecek veriyi, kareler ve tiggenler ise iki farkli
sinifa ait veri kiimelerine ait 6rnekleri temsil eder. Ayrica kesiksiz ¢ember k = 3 igin,

kesikli cember ise k = 5 icin en yakin komsular1 ¢evreleyen siirladir.

Burada egitim verisiyle sinifi belirlenecek veri arasindaki “yakinlik” igin gesitli
metrikler kullanilabilir. Bu Oklid metrigi olabilecegi gibi Minkowski ve Manhattan
metrigi gibi ¢esitli uzakik fonksiyonlari tercih edilebilir (Hastie, 2017). Cizelge 2.1°de
k-En Yakin Komsu algoritmasi verilmistir (Hyun, 2014).

Cizelge 2.1 : k-En yakin komsu algoritmasi.

k-NN Algoritmasi

1: X:egitim verisi, Y: X in belirlenmis sinifi, x: bilinmeyen

2: fori=1tomdo

3: Mesafeyi hesapla d(X;, x)

4: end for

5: En yakin k mesafesi i¢in d (X;, x) I’daki indeksler hesaplanir.
6: return {Y;, i € I} icin etiketlenir.

2.3.2 Destek vektor makineleri

Istatistiksel grenme teorisine dayanan gozetimli makine 6grenme tekniklerinden bir
digeri de Destek Vektor Makineleri yontemidir. Bu yontem bir gesit ikili ayristirma
teknigi olarak diisiiniilebilmektedir. Vapnik ve ark. tarafindan gelistirilen bu yontem
ile ikili smiflandirmada tam ayrisabilen ve tam ayrigamayan veriler iizerinde etkili

sonuglar alinabilmektedir (Cortes ve Vapnik, 1995).

Elimizde tam ayrisabilir bir veri kiimesinden elde edilmis p-boyutlu bir 6znitelik
matrisi ve bu veri kiimesine ait sinif bilgileri olsun. Burada dznitelik matrisi ve siniflar

sirastyla girdiler ve ¢iktilar olarak diisiiniilebilir.
(Xi, yi)' i = 1,2, W, n (224)
Girdiler: x; € RP, Ciktilar: y; € {—1,1}

Siniflar igin genellikle {—1,1} etiketi kullanilmakla birlikte herhangi iki etiket de
secilebilir. Yontemin temel amaci, iki veya daha fazla sinifa ait verileri bir diizlem

(hyperplane) yardimiyla en uygun sekilde iki sinifa ayirmaktir.

Diizlem: {X € RP: BTX + B, = 0,8 € RP, B, € R} (2.25)
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Denklem (2.25)’de BT ve B, sirasiyla egim ve kesme noktasi olarak diisiiniiliilebilir.
Bundan sonra ise amacimiz, ayirmak istedigimiz iki sinif arasindan gegecek en uygun

diizlemi belirleyerek siniflandirma yapmaktir.

Xa
1

-1

Sekil 2.4 : Destek vektorler yardimiyla hesaplanan en uygun diizlem.

Sekil 2.5’te veri noktalarini birbirinden ayirmak igin belirlenen (iki boyutta dogrulara
karsilik gelen) diizlemler gosterilmektedir. Sekil 2.5’te ise tam ayrisabilir veri kiimesi

i¢in veriyi ikiye ayiracak sekilde secilen en uygun diizlem gosterilmistir.

Veri kiimesinin elemanlarini birbirinden tam ayrigtiran diizlemin nereden gegtigini,
+A komsulugunda kaydirilarak belirlenen diizlemler iizerindeki vektorler belirler.
Yani Sekil 2.6’daki kesikli ¢izgiler iizerinde noktayla gosterilen veriler,
smiflandirmayr belirleyen verilerdir ve yontemin ismini aldigi destek vektorleri

olusturur.

Sekil 2.5 : Destek vektor makineleri yontemi.
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Denklem (2.26), +A komsulugunda kaydirilarak belirlenen diizlemlere aittir. Buradaki

amag, 8 ve A parametrelerini
BTX+By—A=0 ve BTX+p,+A=0 (2.26)

ile gosterilen iki diizlem arasindaki mesafeyi maksimum olacak sekilde belirlemektir.

O halde x; 6znitelikleri ve y; etiket degerleri igin
egery; =1lise BTx;+Py—1=0
egery;, = —1 ise fTx;+ By +1<0

Yi(BTxi + o) = 1 (2.27)
esitsizligi elde edilir.
Denklem 2.27’teki esitliklerin her iki tarafi A ile boliinlir ve A parametresi islem
kolaylig1 agisindan (genellikle) 1 olarak alinir.
Cesitli geometrik islemlerin ardindan iki diizlem arasindaki mesafe asagidaki gibi
bulunur:

2

— il 2.28
|11 (2:28)

Iki sinifin karsilastirildi1 dogrusal ayrisan bir veri kiimesinde asagidaki optimallik

sartlar1 gecerlidir:

minimal tut: HiTH = %ﬁTﬁ
Syle ki y,(BTx;+B) =1, i=1,..n (2.29)

Bu yontem tam ayrisamayan veri kiimelerinde ve ¢oklu siniflarda de benzer sekilde
caligmaktadir. Ayrica dogrusal ayrisgamayan veri kiimelerinde smiflandirma cesitli
cekirdekler(kernels) yardimiyla yapilabilir. Bu ¢ekirdeklere 6rnek olarak polinomal

ve radyal bazli ¢ekirdekler verilebilir.

Bu siniflandirma algoritmasimin temel problemi, ¢6ziimiin veri kiimesine bagli,
verideki ufak degisikliklerden kolay etkileniyor olmasi yani varyansinin yiiksek
olmasidir (Casella ve dig, 2017).
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2.3.3 Lojistik baglanim

Siniflandirma  problemlerinde sik¢a kullanilan goézetimli makine Ggrenmesi
yontemlerinden biri Lojistik Baglanim’dir. Bu yontem genellikle iki etiketli
durumlarda yaygin bir sekilde kullanilirken daha fazla etiket iceren problemlerde de

kullanildig1 durumlart bulunmaktadir.
egitim verisi: (x;,y;), i=12,..,n (2.30)

Elimizde 6znitelikleri temsil eden p-boyutlu X 6znitelik kiimesi ve bunlara karsilik
gelen simif/etiket bilgilerini igeren Y etiketleri bulunsun. Amacimiz egitim verisi
yardimiyla sinifin1 sorguladigimiz bir veriyi en uygun sekilde etiketlemek olacaktir. Y
etiketlerinin olma olmasilig1 ve veri kiimesindeki X Oznitelikleri arasindaki iliskiyi

veren olasilik ifadesi asagidaki gibidir:
p(x) = P(Y = 1]X) (2.31)

Bir etiketin bu sinifa ait olma olasiligini denklem (2.31) yardimiyla hesaplamis oluruz.

p = 1, yani tek bir 6znitelik i¢in dogrusal baglanim ile olasilik hesapladigimizda

p(x) = fo+ B1X, (—,) (2.32)

elde edilir.

Fakat olasilik hesabi i¢in bu tanim aralig1 uygun degildir. Bu yiizden bir doniisiim
fonksiyonu yardimiyla (Sigmoid fonksiyonu) tanim kiimesini [0,1] araligina ¢ekmek

mumkin olacaktir.

p(.X') = O-(ﬁO + ﬁ1X); [0'1]

e (2.33)
1+eY

sigmoid fonksiyonu: o(y) =

Sekil 2.6’da tanim araligi sirasiyla (—oo,00) ve [0,1] olan iki durumun olasilik

degerleri gosterilmektedir.
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Sekil 2.6 : Tanim aralig: fark.

Iki etiketin tek bir dznitelikle olan iliskisine ait smiflandirma basarsini gdsteren

Lojistik fonksiyonu agagidaki gibidir:

eBotB1X (2.34)

p(x) - 1 4+ eBotBiX

Bu fonksiyonu genellestirmek miimkiindiir. Birden fazla 6znitelik igeren problemlerde
Lojistik fonksiyonu asagidaki gibi hesaplanir:

eBo+B1X+BoX+-+BpX (2.35)
p(x) = 1 + ePotBrX+B2X++ppX

Bundan sonraki adimlarda yapmamiz gereken egitim verisi yardimiyla By, B4, ..., B

degerlerini bulmaktir.

Bir 6rnek yardimiyla hesaplamalar daha kolay anlagilacaktir. Elimizde p = 3 6znitelik
ve iki etiket durumunu igerek bir problem olsun ve sirastyla x; Ozniteligi i¢in 1
etiketinin, x, 6zniteligi igin 0 etiketinin ve x5 6zniteligi i¢in 1 etiketinin olma olasilig

denklem 2.36°teki gibi ifade edilir:

(xl; 1)1 (XZ, O), (X3, 1)

PY=1X=x), 1-P¥=1X=x,), PY=1X=x5) (2.36)

Her bir 6znitelik i¢in verinin istenilen etiketlerde olma olasiliklarin1 bulurken, tiim

olasiliklar ¢arpilir.
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p(x;) * (1 - P(xz)) * p(x3) (2.37)

Bu ifade Denklem 2.38’da gosterilen Olabilirlik(Likelihood) Fonksiyonu’na karsilik

gelir.

(Bor-8,) = [ | v [ [ 1 =p(s) (2.38)

iyi=1 j:y]'=0

Amacimiz, bu fonksiyonun aldig1 degeri maksimize etmektir.

Jnaz 1(Bo, - Bp) (2.39)

Islem kolaylig1 i¢in maksimize edilecek ifadenin logaritmasi alinir ve toplamlar
seklinde yeniden ifade edilir. Boylece aranan [/35, ﬁ’;, ...,[/?; degeleri bulunmus olur

(Casella ve dig,2017).

Gile 1
Girdiler Olasihlklar arasindakd deperler
x1 K
0.9
X2 0.5
_ ) _ Oyadal
%3 ~ Lineer model 0.4 sigmoid fonksiyon
0.1
x4 0.2

Sekil 2.7 : Lojistik baglanim adimlart.
2.3.4 Dogrusal Ayirta¢ Coziimlemesi

Yiiksek boyutlu veri kiimelerinde analiz yaparken yaygin olarak boyut azaltma
yontemlerine basvururuz. Bir veri kiimesi i¢in siniflandirma yaparken o kiimenin
karmasiklig1 6znitelik sayisiyla baglantilidir. Siniflandirma yontemleri kullanilmadan
Once veriye bir boyut azaltma yontemi uygulayarak basariya olumlu bir etkisinin
olabilecegi bilinmektedir. Gozetimli siniflandirma teknikleriyle kullanilabilen
Dogrusal Ayirtag Coziimlemesi uygulanarak basartya olan etkisi incelenmistir

(Alpaydin, 2012).
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[Ik olarak 1936 yilinda R.Fisher’in ve 1939 yilinda Welch’in ortaya attigi bu
yontemde, Ozniteliklerin lineer birlesimleri kullanilmistir. Farkli siniflardaki veri
noktalarini birbirinden en iyi bigimde ayirabilmek i¢in bir altkiime se¢imi yapilir. Bu
secimdeki amag, var olan Ozniteliklerden en 1yi altkiime segilerek en az sayida boyut

iceren yiiksek basarili 6znitelikleri elde etmektir (Kuhn ve Johanson, 2016).

Bu islem temelde ii¢ adimdan olusmaktadir. Oncelikle smiflar arasi varyans

hesaplanir. Diger bir degisle farkli siniflarin ortalamasi arasindaki uzaklik bulunur.

g
Sy =) NG~ DE - D 010

Ikinci adim olarak smif i¢i varyans olarak adlandirilan her bir sinifin ortalamasi ile

ornek arasindaki uzakligin hesaplanmasidir.

g g N;
Sw = ;(Ni - 1S; ZZJZ;(%]' — %) (x1,j— %) (2.41)

Ugiincii adinda ise siniflar arasi ayrigimin en iyi olmasi igin smif varyansmin
maksimum ve siifi¢i varyansinin minimum olmasi beklenir. Fisher dogrusal ayirtaci,
bu durumun maksimum oldugu degerle tanimhidir (Wang ve dig, 2010).
|PTS,P]
P3q = argmax

p |PTS,P| (2.42)

2.3.5 Karar Agaclari

Agag¢ tabanli algoritmalar, simiflandirma ve baglanim problemlerinde kullanilan
gozetimli makine O6grenmesi yontemlerindendir. Bu ydntemle tahmin yapilirken
egitim verisi yardimiyla veri noktalarinin ortalamasi yada modu kullanilir. Tahmin
uzayini bolmek icin kullanilan bélme kurallar1 kiimesi bir agacta 6zetlendiginden, bu

tiir yaklagimlara karar agacglar1 yontemi denir.

Agag tabanli algoritmalar yorumlanirken basit ve kullanigli olmalar1 bakimindan
avantajlidir. Karar agazi algortmalarindan bazilar1 ID3, CART, CHAID ve C4.5 olarak
siralanabilir (Adeyemo & Adeyeye, 2015). Bu ¢alisamada CART; siniflandirma ve

regresyon agaclart kullanilmastir.
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Eger birden fazla karar agaci {lireteceksek, Torbalama (Bagging) ve Takviye
(Boosting) algoritmalar1 kullanililabilir. Bir karar agacinin varyansi azaltmak
istendiginde  Torbalama  algoritmasina  bagvurulabilir. ~ Rastgele = Orman
algoritmasibasvurulan bu yonteme Ornek gosterilebnilir. Rassal olarak bir agaci
tiretmektense, bir agact Uretip bu agactan elde ettigimiz bilgiyi diger agaca
aktardigimiz Takviye (Boosting) yontemi ile tahmin basarisini iyilestirilebilir.
Takviye, sadece karar agaclarinda kullanilan bir yontem degildir. Diger makine
O0grenmesi algoritmalarinda da kullanilir. Torbalama, Rastgele Orman ve Takviye

yontemlerine, topluluk (unsumble) yontemleri denir (Casella ve dig, 2017).

2.3.6 Simiflandirma ve Baglamim Agaglar

Siniflandirma ve baglanim agaclari algoritmasi (Classification and Regression Trees,
CART), 1984 yilinda Leo Breiman ve arkadaslari tarafindan ortaya atilmistir (Breiman
ve dig, 1984). Her bir karar diigiimiinden itibaren agacin iki dala ayrilmasi prensibine
dayanan CART yonteminde tememl amag, Xi,..,%p ‘den olusan p-boyutlu
degiskenler uzayin1 daha az boyutlu alt bolgelere ayirmaktir. Eger tahmin etmeye
calistigimiz ¢ikt1 siirekli bir degiskense baglanim, siirekli olmayan degiskene ait

veriler ise siniflandirma agaclari kullanilir.

1 1

Sekil 2.8 : Karar agaci basit gosterimi.

Olusturulan aga¢ modelinde ara diigiimlerde en 1y1 ayrimi yapan bagimli degiskenler
yer alir. Bu bagimli degiskenlerin kritik degerleri, diigiimlerin dallarinda gosterilir. Tk
diigiim ve son diiglim noktas1 arasinda yer alan yol boyunca, siniflar arasi ayrim

maksimize ve sinif i¢i varyasyonun minimize edildigi kurallar yer alir.

Cizelge 2.2’de CART algortimasi gosterilmistir (Suknovi¢ ve dig, 2005).
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Cizelge 2.2 : CART algoritmasi.

CART Algoritmasi

1: d = 0, endtree= 0
2: Node(0) = 1, Node(1) = 0, Node(2) =0
3: while endtree < 1

4: if
Node(2¢ — 1) +Node(29) + --- +Node(2¢ — 2) = 2 — 24+1
5: endtree=1.
6: else
T doi=2%9-1,2¢4 .24+ 2
8: if Node(i) > -1
9: Split Tree
10: else
11: Node(2i +1) = -1
12: Node(2i +2) = —1
13: end if
14: end do
15: end if
16: d=d+1
17: end while

Baglanim Agaclari: Bu yontemde tahmin etmeye calistigimiz veri, siirekli bir
degisken olacaktir. Amacimiz, Xy,..,Xp, p-boyutlu degiskenler uzayindan

cakismayan, Ry, ..., R

i, Jj-boyutlu bolgeler elde etmektir. Burada R; bolgesindeki

egitim verisinin ¢ikt1 degerlerini (y;) ortalamasi, tahmin etmeye ¢alistigimiz veridir.
Egitim verisi kullanilarak bulunacak bu bdlgeler Kalint1 Kareler Toplam1 (KKT)

minimize edilerek hesaplanir.

J

Z Z()’i —)7Rj)2 (2.43)

j=1 iERj

Denklem 2.43°te y; cikt1 degerlerini ve yR;, R; bolgesindeki ¢iktilarin ortalamasin

gosterir. Tahmin degeri ile ger¢ek deger arasindaki farkin karesini buldugumuz KKT
isleminde amacimiz bu degerin en kii¢iik olmasidir. Béylece yapilacak hata minimize

edilir.

Burada degiskenler uzayiyla ¢akismayan R; bdlgelerini olusturmaya calisirken

Ozyinelemeli ikili ayirma (recursive binary splitting) yontemini kullaniriz.

21



R,(j,s) = {x|x; < s}
R,(j.s) = {x|x; = s} (2.44)

Burada s kisitin1 gergekleyen j ve s degerleri denklem 2.44’lin minimum olmasiyla

bulunur.
2 2
Z (yi —¥R1) + Z Vi = JR2) (2.45)
i:x;€R1(j,s) i:x;€R,(j,5)
Termninal diigiimde ¢ok az veri kalana kadar bu islem yapilir (Casella ve dig, 2017).

Siniflandirma Agaglari: Siniflandirma Agacalari, Baglanim Agagalarina ¢cok benzer
sekilde caligir. Fakat bu yontemi kullanilirken siirekli verilerle islem yapilmaz. Bu
yiizden boélerek olusturulan alt bolgelerin saflik derecesine bakilir. Gergeklesen her

boliinme, smiflandirma hata oranini en aza indirmek i¢in yapilir.

Siniflandirma hata orani, yalnizca en yaygin sinifa ait olmayan bir bolgedeki egitim
gozlemlerinin oranidir. O halde p,,, m. bolgedeki egitim verisindeki k. smiftan

olanlarin orani olarak gosterilsin.
E =1—max(Pmr) (2.46)

Denklem 2.45, siniflandirma hata orani formiiliidiir. Fakat siniflandirma agacini

biiyiitiirken yeterince hassas degildir. Entropi ve Gini indeksi ile saflik dl¢tilebilir.

K
6= Pt (1 = Pr) (2.47)
k=1

Denklem 2.47 ile Gini indeksi formiili verilmistir. Bu, tim smiflardaki toplam
varyansin 6l¢iistidiir. Gortildiigli gibi eger oran 0 veya 1°e yakinda, Gini indeksi kii¢lik

olacaktir. Bu nedenle 1yi bir diiglim saglig 6l¢iisiidiir.

K
E== flog(Pmo) (2.48)
k=1

Benzer bir mantik, Denklem 2.48’de capraz entropi adi verilen diger yonteme

uygulanir (Casella ve dig, 2017).
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2.3.7 Rastgele Orman

Agac tabanli gozetimli makine Ogrenmesi tekniklerinden biri rastgele orman
algoritmasidir. Temel amag, agaglar arasindaki korelasyonu azaltmak i¢in dallari
ayirirken tiim degiskenler yerine rassal sayida degiskeni kullanmaktir. Rastgele orman,
alt agaclarin 6grenilme bi¢iminin algoritmasini degistirir, boylece tiim alt agaglardan
elde edilen tahminler daha az korelasyon gosterir. Bu yontem, Torbalama yonteminin
gelistirilmis bir halidir. CART’ da bir bdliinme noktasi segerken, en uygun ayrilma
noktasini se¢gmek i¢in 0grenme algoritmasinin tiim degiskenlerine bakmasina izin
verilir. Fakat Rastgele Orman algoritmasinda bu prosediir degisir, grenme algoritmasi

aranacak Ozelliklerin rastgele bir 6rnegi ile sinirhdir.

Her bir diigiimde kullanilacak degiskenlerin sayis1t m ve giris degiskenlerinin sayisi p

olsun. Bu parameter, en iyi boliinmeyi belirlemek i¢in kullanilacaktir.

Siniflandirma i¢in varsayilan en iyi esitlik:

m=./p (2.49)
Iken baglanim i¢in varsayilan en iyi esitlik:
m = g (2.50)

seklinde olacaktir (Brownlee, 2017).
Bu sayede asir1 6grenme probleminin dniine gegilebilir.

Asagida rastgele orman algoritmasi gosterilmistir (Kuhn ve Johanson, 2016).

Cizelge 2.3 : Rastgele orman algoritmasi.

Rastgele Orman Algoritmasi

1: m, her diiglimde kullanilacak degiskenlerin say1s1 segilir
2: fori =1tomdo

3 Orijinal verinin 6nyiikleme 6rnegi olusturulur

4 Bu 6rnek iizerinden aga¢ modeli egitilir

5 for her boliinme do

6: Orijinal belireyicilerin rastgele k (< P) ‘s1 segilir

7 k belirleyicileri arasinda en iyi tahminci segilir ve veri boliiniir

8 end

9: Bir agacin ne zaman tamamlandigin belirlemek icin tipik aga¢ modeli
durdurma o6lgiitleri kullanilir( ancak budama yapilmaz)

10: end
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2.4 Goriintii Tyilestirme

Temel olarak giiriiltiisiiz bir goriintiiniin kalitesi; bulaniklik, yiiksek ¢oziiniirliik ve iyi
bir kontrast ile iliskilidir. Iyi bir kontrast i¢in gériintiiniin siyah-beyaz dengesindeki
mevcut gri degerlerin, insan goriisii hassasiyetindeki parlaklik seviyesinde olmasi
gerekir (M.Petrou ve C.Petrou, 2010). Dolayisiyla goriintii ne kadar kaliteliyse o kadar

az Oniglemden gecerek amaca uygun sekilde kullanilabilir.

Dijital gorintiilerde kaliteyi arttirmak i¢in genelde kontrast iyilestirme teniklerine
basvurulur. Ornegin, uyarlamali bulanik mantik kontrast iyilestirme yontemi
kullanilarak mamografik konturlarin ve ince detaylarin etkili bir sekilde
gelistirilebilecegi gosterilmistir (Cheng ve Xu, 2002). Baska bir ¢alismada bolge bazli
kontrast iyilestirme yontemi kullanilarak farkli boyut ve sekillerdeki mamografik
Ozelliklerin kontrastin1 arttirmak i¢in uyarlamali bir yontem uygulanmistir. Bu
yontemle mikrokalsifikasyon kiimelerinin ve anatomik detaylarin gegerliligini 6nemli
Olgiide arttirdigi gosterilmistir (Morrow ve dig, 1992). Diger bir calismada ise
histogramla modifiye edilmis yerel kontrast iyilestirmesi yapilarak orijinal mamogram
goriintlilerinin yerel bilgisi korunmus ve saglikli bir kontrast iyilestirmesi yapilmstir.
Bu yontem, mikrokalsifikasyon kiimelerinin saptanabilirligini arttirarak optimum

sonuglar saglamistir (Lewin ve dig, 2003).

Bu ¢aligmada kontrast iyilestirme yontemleri olarak mamogramlara Kontrast Sinirh
Uyarlamali Histogram Esitleme (Zuiderveld, 1994) ve kontrast iyilestirme yontemi
olarak Yiiksek Boyutlu Model Gosterilimi (B. Tunga ve Koganaogullari, 2017)

uygulanmstir.

2.4.1 Kontrast sinirh uyarlamal histogram esitleme

Bir goriintiiniin histogrami, ayrik fonksiyonlar olarak adlandirilir. Goriintiideki piksel

degerlerinin agirhigini belirler ve Sekil 2.9°daki gibi bir grafikle temsil edilir.
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Sekil 2.9 : Bir meme goriintiisiiniin histogrami.

Uyarlamali histogram esitleme (AHE), goriintiilerde kontrasti arttirmak i¢in kullanilan
bir goriintii isleme ve iyilestirme teknigidir. Uyarlamali yontemin, her biri goriintliniin
ayr1 bir boliimiine karsilik gelen birka¢ histogrami hesapladig1 ve goriintiintin agiklik
degerlerini yeniden dagitmak ic¢in kullandigi yoniindeki siradan histogram
esitlemesinden farklidir. Bu nedenle, yerel kontrasti arttirmak ve goriintiiniin her
bolgesindeki kenar tanimlarini gelistirmek i¢in uygundur. Bununla birlikte, AHE, bir
goriintiiniin nispeten homojen bdlgelerindeki giiriiltiiyli uzatma egilimine sahiptir.
Kontrast sinirli uyarlamali histogram esitleme (CLAHE) olarak adlandirilan
uyarlamalt histogram esitleme c¢esidi, amplifikasyonu smirlayarak bunu onler
(Zuiderveld, 1994).
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a) orijinal gorunti b) CLAHE uygulanmig gorintu

Sekil 2.10 : CLAHE yontemiyle kontrast1 iyilestirmis mamogram goriintiisii.

Sekil 2.10°de orijinal meme goriintiisiiyle iyilestirme islemi yapilmis mamogramlar
gosterilmektedir. Goriildiigi iizere CLAHE uygulanmis meme goriintiisiinde

damarlanmalar belirgin hale gelmistir.

Cizelge 2.4 : CLAHE algoritmasi.

Kontrast Simirh Uyarlamah Histogram Esitleme

1: fori=1 — ndo

2 Resimler okunur. Resimler image ile gosterilir.
3 if renkli resim then

4: Gortintiiler gri tonlamali resme doniistiir.

5 else if gri tonlamali resim then.

6: adapthisteq(image, ‘clipLimit’, 0.01, 'Distribution’, 'exponential’,
‘Alpha’, 0.2, 'NBins', 350)

7: Olusturulan yeni resim image2’ye atanr.

: Elde edilen yeni goriintiiler kaydedilir.

: end if

8
9
10: end for

Cizelge 2.4’te Kontrast Sinirli Uyarlamali Histogram Esitleme yontemine ait
algoritma verilmisiti. MATLAB’da adapthisteq fonksiyonu kullanilarak dijital
mamogramlarin  histogramlar1  esitlenmistir.  Bu  fonksiyonda  ‘clipLimit’,
‘Distribution’, ‘Alpha’ ve ‘NBins’ parametleri kullanilmistir. ClipLimit, kontrast

iyilestirme limitidir ve varsayilan deger olan -0.01- kullanilmistir. Bu parametre [0, 1]
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arasindaki degerleri almaktadir. Goriintiiniin 6zellikle homojen alanlarinda asirt
doymayi 6nleyen bir kontrast faktoriidiir. Distribution, istenilen histogram seklidir ve
varsayilan degeri -uniform-"dur. Buna ek olarak ‘rayleigh’ ve ‘exponential’ dagilimlar
da histogrami sekillendirmek i¢in kullanilmaktadir. Bu dagilim, kontrast dontistimii
islevini olusturmak i¢in kullanilan dagilimdir. Secilen dagilim, giris goriintiisiine
baghdir. Ornegin rayleigh dagilimi, sualti gériintiilerde daha iyi sonuc¢ vermektedir.
Bu calismada daha iyi sonug alinan exponential dagilim kullanilmistir. Alpha, dagilim
parametresini belirleyen negatif olmayan gergel say1 degerlerini alir. Varsayilan degeri
-0.04-“tiir fakat bu calismada 0.2 alinmistir. Alpha degeri, yalnizca rayleigh ve
exponential dagilimlarda kullanilir. NBins, kontrast iyilestiren doniistimii olusturur ve
varsayilan degeri 256’dir. Pozitif sayr degerlerini alir ve kontrasti arttiran bir
dontisiimii olusturmak icin kullanilan histogram kutularinin sayisina karsilik gelir.
Daha yiiksek degerler, daha diisiik islem hizina sebep olsa da daha iyi sonug verir. Bu
calismada NBins degeri 350 olarak se¢ilmistir. Bu parametreler, en iyi sonug¢ alacak

sekilde belirlenmis ve algoritma olusturulmustur.

2.4.2 Kontrast iyilesitme yontemi olarak YBMG

Yiiksek Boyutlu Model Gosterilimi yontemi bir kontrast iyilestirme algoritmasi olarak

oncelikle renkli ve gri seviyeli resimlere uygulanmis ve basarili sonuglar vermistir.

Dijital goriintiilerden elde edilen iki ve ti¢ degiskenli YBMG bilesenleri sirasiyla gri
seviyeli ve renkli goriintiileri temsil ederken kullanilir. YBMG yaklagimlarinin yapisi
yeniden olusturularak bir kontrast iyilestirme teknigi haline getirilir. Bir gri
tonlamalar1 resmin tek degiskenli bilesenleri, goriintliniin baskin renk bilgisini igerir.
Ana desen, goriintiiniin iki degiskenli YBMG bilesenlerinde tutuldugundan gri
tonlamal1 goriintiilerde kontrasti arttirmak i¢in tek degiskenli ve iki degiskenli
bilesenleri iist {iste eklenir. Eger kontrast1 daha fazla arttirmak istenirse tek degiskenli
ve iki degiskenli bilesenler birkez daha eklenir. Bu islem kontrast iyilestirme
seviyesini yonetmek i¢in tekrarlanabilir. Gri seviyeli goriintiilerde oldugu gibi renkli

goriintlilerde de kontrast benzer sekilde iyilestirilir.
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a) orijinal gortnti b) YBMG uygulanmig gorunti

Sekil 2.11 : YBMG ile kontrast1 iyilestirilmis mamogram goriintiisii.

Sekil 2.11°de original goriintii ve YBMG ile kontrast1 iyilestirilmis mammogram

resmi verilmistir. Cizelge 2.4’te ise Kontrast iyilestirme yontemi olarak kullanilan

YBMG algoritmasi dzetlenmistir (B. Tunga ve Koganaogullari, 2017).

Cizelge 2.5 : YBMG kontrast iyilestirme algoritmasi.

Kontrast iyilestirme icin YBMG Yontemi

1: Resmin matris formunu olusturun (Gri tonlama resimler i¢in N = 2, renkli
resimler i¢in N = 3).

2: N=N+ 1 (Resmin ¢ogaltilmasi. Ek boyut 1 ve 2 degerlerini alabilir.)

3: if gri tonlamali resim then

4: Resmin sabit, tek degiskenli, iki degiskenli YBMG bilesenleri
hesaplanir.

S5: Tek degiskenli bilesenlerine kadar YBMG yaklasim1 hesaplanir.

6: fori=1 — I do I: Kontrast Iyilestirme seviyelerinin sirasi
7: YBMG yaklasimina tek degiskenli ve iki degiskenli bilesenler
eklenir.

8: end for

9: else if renkli resim then

10:  Resmin sabit, tek degiskenli ve iki degiskenli YBMG bilesenleri
bulunur.

11:  Ug degiskenli YBMG yaklasimi olusturulur.

12:  fori=1—ldo I: Kontrast Iyilestirme seviyelerinin sirasi
13: Yaklagima iki ve ti¢ degiskenli bilesenler eklenir.

14:  end for

15: end if
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3. YUKSEK BOYUTLU MODEL GOSTERILiMi iLE MEME KANSERIi
TANISI

Bu c¢alismada meme kanseri tanisi i¢cin IRMA (Image Retrival in Medical
Applications) veri tabanindan mamogramlar secilmistir. Bu proje MIAS (The
Mammographic Image Analysis Society Digital Mammogram Database) , DDSM (
The Digital Database for Screening Mammography) , LLNL (the Lawrence Livermore
National Laboratory) ve RWTH (Rheinisch-Westfilische Technische Hochschule)
verilerini icermektedir. Bu projenin amaci, mamografileri tani i¢in kullanilabilir hale
getirmek ve meme kanseri teshisi igin kullanilabilecek dijital mamografi

goriintlilerinden bir veritabani olusturmaktir.

Meme kanseri tanisi, 225 tane sol meme mamogrami kullanilarak yapilmigtir. Sol
memeye ait mamogramlar IRMA veri tabaninda LEFT CC.LJPEG etiketiyle
isimlendirilmektedir. Bu etiket altinda iyi huylu, normal ve kanser durumlarina ait
mamogramlar bulunmaktadir. Burada gerceklestirilecek olan tani i¢in her durumdan
75 tane mamogram secilmistir. Mamografi goriintiileri Cizelge 3.1°deki gibi

gruplandirilmis ve etiketlenmistir.

Cizelge 3.1 : Mamogram etiketleri.

Normal Iyi Kanser
Huylu
0 1 2

Ele alinan 225 mamogramin %80’i egitim kiimesine ayrilmis kalan goriintiiler ise,
olusturulan modelin test edilebilmesi i¢in test kiimesi olarak kullanilmistir. Bu ayrim
sirasinda egitim ve test kiimeleri, goriintiilerin iyi huylu, kanser ya da normal olmasina
bakilmaksizin rastgele olusturulmustur. IRMA veri tabanindan segilen farklh
durumlara ait islenmemis mamogramlar Sekil 2.12°de verilmektedir. Bu goriintiiler,
temizlenmemis ve arka planinda etiket bulunan, 10-30MB biiyiikliigiindeki

goriintiilerdir ve gelistirilen algoritmanin daha yiiksek performans ile ¢aligabilmesi
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i¢in goriintiilerin temizlenerek arka planinin siyaha boyanmasi 6n islemine gereksinim
duyulmustur. Bu islem MATLAB (R2013a) programi yardimiyla yapilmis ve
goriintliler 100-200KB civarina indirilmistir. Ayrica her biri farkli piksel sayisina
sahip olan mamogramlar, 600x1000 piksel boyutuna getirilmistir. On islem

yapildiktan sonra olusan farkli durumlara ait goriintiiler Sekil 2.13’te verilmistir.

a) iyi huylu b) kanser ¢) normal

Sekil 3.1 : Orijinal IRMA veritabani goriintiileri.

b) kanser ¢) normal

a) iyi huylu

Sekil 3.2 : Onislemden gegirilmis goriintiiler.

On islemden gegirilen ve egitim kiimesine atanan her bir mamogram &znitelik matrisi
olusturulmak tizere 6ncelikle YBMG bilesenlerine ayrilmalidir. Bu amagla denklem
2.15’te verilen f,, denklem 2.18’de verilen f;, f, tek degiskenli ve denklem 2.19°da
verilen f,, fis, fo3 iki degiskenli YBMG bilesenleri hesaplanir. Tek degiskenli f3
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bilesenine mamogramlarin gri seviyeli olmasi nedeniyle ayirt edici bir 6zellik

tasimadig1 diisiiniildiigiinden algoritma i¢inde yer verilmemistir.

Oznitelik matrisi olusuturulurken asagidaki gibi dzetlenen ii¢ farkli yol izlenmistir.

Normal, Iyi
Huylu, Kanser
(")znite_li_k I}Ei}lzg‘iir;ge Kanser, Kanser
Matrisi Yok/Var Degil
Kitle Var, Kitle
Yok

Sekil 3.3 : Oznitelik matrisi olusturulurken izlenen yol.

Oncelikle herhangi bir goriintii iyilestirme islemi uygulanmamis veri kiimesi
kullanilmistir. Daha sonra basar1 skorlarini arttirabilecegi diisiincesiyle Yontem
bolimiinde anlatilan goriintii iyilestirme teknikleri uygulanmis ve yeni bir veri kiimesi
olusturulmustur. Iki veri kiimesi i¢in de asagida anlatilan 3 farkli yol benzer sekilde

uygulanmistir.

Birinci yol; normal, iyi huylu ve kanser durumlarini igeren veri kiimesi igin her bir
mamogramin YBMG bilesenleri hesaplanmigtir. Hesaplanan bilesenler, her bir yolda

ayni olmak iizere 6 bicimde 6znitelik matrisine doniistiiriilmiistiir.

Cizelge 3.2 : Alt1 bicimde 6znitelik matrisi.

Birinci Bi¢im fkinci Bigim Ucgiincii Bigim

Etiketler, 13,/ Etiketler, f5.f1,f5 Etiketler, fo,Frobenius

Norm
Dordiincii Bigim Besinci Bigim Altinc1 Bigim
Etiketler, 13, Etiketler, £, Medyan Etiketler, f3, Frobenius
Ortalama Norm,Ortalama, Medyan

Ikinci yol; kanser ve kanser olmayan durumlar1 igeren Cizelge 3.3’teki gibi etiketlenen

bir veri kiimesi i¢in YBMG bilesenleri hesaplanmistir.
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Cizelge 3.3 : Mamogram etiketleri.

Kanser Kanser
Degil
0 1

Bu bilesenlerden Cizelge 3.2’teki gibi 0znitelik matrisleri elde edilmis ve sonuglari

incelenmistir.

Ucgiincii yol; kitle var ve kitle yok durumlarimi igeren Cizelge 3.4’teki gibi etiketli
mamaogramlarin YBMG bilesenleri hesaplanmistir. Benzer sekilde Cizelge 3.2°deki

Oznitelik matrisleri olugturulmus ve basar skorlar1 elde edilmistir.

Cizelge 3.4 : Mamogram etiketleri.

Kitle Var Kitle
Yok

0 1

Ozetle, basaris1 dlgiilecek Oznitelikler belirlenmis ve ug uca eklenerek bir vektdr
olusturulmustur. Sonrasinda her bir vektor satirlar haline getirilerek mamogram sayisi
kadar satira sahip bir matris elde edilmistir. Bu matrisin ilk siitununa her bi¢im i¢in

mamogramalarin etiket degerleri de eklenerek bir 6znitelik matrisi olusturulmustur.

Burada mamogramalarin durumlarini gosteren etiket degerleri Cizelge 3.2, Cizelge 3.3
ve Cizelge 3.4°de gosterildigi gibi sirasiyla normal durum i¢in 0, 1y1 huylu durum i¢in
1 ve kanser durumu icin 2; kanser durumu i¢in 0, kanser degil i¢in 1 ve kitle var
durumu igin 0, kitle yok durumu icin 1 olarak belirlenmistir. On islemden gegirilen
mamogramlar igin, piksel boyutu, 600x1000 oldugundan O6znitelik matrislerinin

boyutu Cizelge 3.5’te 6zetlenmistir. Burada YBMG bilesenleri f3,f1,f> sirasiyla 1,
1000, 600 boyutludur.

Cizelge 3.5 : Oznitelik matrislerinin boyutlar.

Birinci Bigim fkinci Bigim Ucgiincii Bigim
225x1002 225x1602 225x7
Dordiincii Bigim Besinci Bigim Altinci Bigim

225x7 225x7 225x17
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Egitim kiimesine ait 6znitelik matrisinin elde edilmesinden sonra ayn1 yollar izlenerek
test kiimesine ait mamogramlarin 6zniteliklerinin de ¢ikarilmasi gerekmektedir. Bu
sayede test kiimesindeki mamogramalarin &znitelikleri egitim kiimesindeki
mamogramlarin Oznitelikleriyle gézetimli makine 6grenmesi teknikleri kullanilarak
meme kanseri tanisi igin tahmin basarist 6lgiilmiistiir. Bu hesaplama igcin MATLAB
programi ile elde edilen 6znitelikler Python ¢alisma ortamina aktarilmis, scikit-learn
isimli 6zel bir kiitliphane kullanilmistir. Her bir yola ve her bir bigime ait sonuglar

Bulgular ve Karsilastirma boliimde yer almaktadir.
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4. BULGULAR VE KARSILASTIRMA

Bu boliimde goriintii iyilestirme islemi uygulanmigs ve uygulanmamis dijital
mamogramlara ait veriler i¢in, tglinci boliimde anlatilan O6znitelik elde etme
islemlerinden gegirilerek ve ikinci boliimde matematiksel arkaplani verilmis makine
ogrenmesi yontemleri kullanilarak test ve validasyon skorlari elde edilmistir. Test ve
validasyon skorlar1 karsilastirilarak en yiliksek sonu¢ alinan oOznitelik bigimi

belirlenmistir.
4.1 Goriintii iyilestirme islemi yapilmamis veriler icin skorlar

Mamogram etiketlerindeki ti¢ durum igin test ve validasyon skorlarini inceledigimiz
dijital mamogram verisi, goriintii iyilestirme islemi uygulanmis ve uygulanmamis
sekilde ikiye ayrilmistir. Bu etiketlerdeki ti¢ durum sirasiyla; normal, iyi huylu ve
kanser durumu, kanser ve kanser olmayan durumu ve kitle olan ve olmayan
durumudur. Ayri ayr incelenen ve dogruluk skorlart elde elde edilen veriler, agagida

verilen tablolarda gosterilmektedir.
4.1.1 Normal, iyi hutlu ve kanser durumlari i¢in skorlar

Ug farkli durumu iceren bu veri kiimesi, 75 adet normal, 75 adet iyi huylu ve 75 adet
kanser olarak etiketli toplam 225 mamogramdan olusmaktir. Bu veri kiimesinin
%20’s1 test %80’1 egitim kiimesi olarak ayrilmistir. IRMA projesi kapsaminda
toplanan ve bu c¢aligmada da kullanilan dijital mamagrom goriintiileri, yeniden
boyutlandirma, meme sinirlarindan keserek goriintiide memeye odaklanma, arka plani
siyaha boyama gibi islemlerden ge¢mis ve veri kiimesi olusturulmustur. Oncelikle
YBMG bilesenleri teker teker hesaplanmis ve tiglincii bolimde gosterilen 6 bigimdeki
Oznitelik matrisleri elde edilmistir. Bu o6znitelikler yardimiyla hesaplanmis test ve
validasyon skorlari1 Cizelge 4.1 ve Cizelge 4.2°de elde gosterilmektedir. Cizelgelerdeki

degerlerin rahat gortilebilmesi i¢in en yiiksek degerler kalin font ile gosterilmistir.
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Cizelge 4.1 : Normal, iyi huylu ve kanser durumlar igin test skoru.

Test Skoru
Y Ontem L L .. L.
Birinci Ikinci Uglinci  Dordiincii  Besinci Altinci
Bigim Bigim Bi¢im Big¢im Big¢im Bigim
LogReg 0.38 0.62 0.44 0.40 0.31 0.38
LDA 0.40 0.49 0.49 0.62 0.44 0.62
k-NN 0.44 0.47 0.31 0.42 0.51 0.31
CART 0.47 0.40 0.38 0.49 0.42 0.42
SVM 0.22 0.73 0.36 0.29 0.36 0.27
RF 0.46 0.51 0.42 0.51 0.62 0.51

Test skorlar1 igin makine 6grenmesi yontemleri karsilagtirildiginda, en yiliksek basari
ikinci Oznitelik bigiminde destek vektor makineleri yonteminde %73 olarak elde

edilmistir.

Diger veri kiimelerinde oldugu gibi bu veri kiimesi i¢in de de k katlamali capraz
dogrulama yontemi kullanilmistir. 6 farkli 6znitelik matrisi igin ayr1 ayri k=10 katl
capraz dogrulama yontemiyle veri kiimesi egitilip test edilmistir. Bu testte egitim, her
kat bir kez test kiimesi olacak sekilde yapilir. Elde edilen sonuglarin ortalamast,

Cizelge 3.7°de gosterilen validasyon skoruna karsilik gelir.

Cizelge 4.2: Normal, iyi huylu ve kanser durumlart i¢in validasyon skoru.

Validasyon Skoru

Y Ontem L L .. .
Birinci Ikinci Uglincii Dordiincii Besinci Altinct

Big¢im Bi¢im Bi¢im Big¢im Bi¢im Big¢im

LogReg 0.4240.18 0.4840.20 0.43+0.20 0.39+0.19 0.4440.21 0.41+0.23

LDA  0.4040.19 0.39+0.20 0.43+0.20 0.49+0.19 0.50+0.24 0.59+0.21

k-NN  0.43+40.19 0.42+0.21 0.32+0.21 0.44+0.23 0.51+0.20 0.294+0.15

CART  0.38+0.26 0.4940.23 0.32+0.19 0.38+0.22 0.39+0.18 0.42+0.23

SVM 0.224+0.16 0.49+0.18 0.25+0.17 0.29+0.18 0.36+0.20 0.36%+0.21

RF 0.46+0.18 0.43+0.20 0.384+0.18 0.39+0.20 0.4440.20 0.45+0.20
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Validasyon ve test skorlar1 incelendiginde bazi yontemlerde asir1 6grenme meydana
geldigi goriimektedir. Birinci ve ikinci bigcim Ozniteliklerin sayisi, veri kiimesi
boyutuna gore daha biiylik oldugu i¢in asir1 6grenme, karsilasilacak muhtemel

problemlerdendir.

Birinci, besinci ve altinci bigim Oznitelite LogReg, ikinci bigim &znitelik CART,
ticlincii ve dordiincii bigim 6znitelikte k-NN, besinci bigim 6znitelikte LDA, ve altinci
bi¢cim 6znitelikte SVM yonteminde, asir1 6grenme problemi yasandigindan bu skorlar
thmal edilmistir. Sonug olarak en yiiksek validasyon basar1 altinci bi¢im 6znitelik LDA

yontemiyle 0.5940.21 oldugu goriilmektedir.
4.1.2 Kanser ve kanser olmayan durumlar icin skorlar

Herhangi bir goriintii iyilestirme islemi uygulanmamais ve kanser, kanser degil seklinde
etikenlenmis veri kiimesi kullanilmistir. Bu veri kiimesi 75 adet kanser, 150 adet
kanser olmayan seklinde etiketlenmis toplam 225 adet mamogram igermektedir.
Python ¢alisma ortaminda veri kiimesi rastegele olarak %20’si test, %80’1 egitim
kiimesi seklinde ayrilmustir. Ikinci béliimde ayrintili bir sekilde nasil elde edildigi
anlatilan YBMG bilesenleri ve makine 6grenmesi yontemleri kullanilarak Cizelge

4.3’deki test kiimesine ait dogruluk skorlari elde edilmistir.

Cizelge 4.3: Kanser ve kanser olmayan durumlar igin test skoru.

Test Skoru
Y oOntem L. . .. o
Birinci Ikinci Uglincii  Dordiincii  Besinci Altinci
Big¢im Bic¢im Bic¢im Bic¢im Bi¢im Bigim
LogReg 0.69 0.69 0.67 0.69 0.76 0.69
LDA 0.62 0.60 0.67 0.71 0.80 0.80
k-NN 060 0.67 0.58 0.71 0.71 0.58
CART 0.69 0.71 0.67 0.62 0.67 0.58
SVM 0.71 0.71 0.67 0.69 0.76 0.69
RF 0.71 0.73 0.64 0.64 0.78 0.60

Karsilagtirilan yontemler arasindan en yiiksek basariya besinci ve altinci bigimdeki

ozniteliklerle LDA yonteminde %80 test basarisi olarak ulasilmistir.
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Cizelge 4.4: Kanser ve kanser olmayan durumlar i¢in validasyon skoru.

Validasyon Skoru

Yontem . .

Birinci Ikinci Bigim Uglincii Dordiincii Besinci Altinct

Big¢im Big¢im Big¢im Big¢im Big¢im
LogReg 0.67+0.21 0.68+0.19 0.66+0.17 0.66+0.20 0.64+0.18 0.66+0.17
LDA 0.62+0.18 0.59+0.22 0.64+0.17 0.77+0.18 0.72+0.15 0.72+0.17
k-NN 0.70+0.15 0.62+0.18 0.59+0.18 0.63+0.18 0.66+0.15 0.55+0.21
CART 0.62+0.21 0.69+0.19 0.5240.22 0.52+0.20 0.61+0.15 0.53+0.18
SVM 0.66+0.16 0.66+0.20 0.64+0.18 0.66+0.19 0.64+0.15 0.66+0.20
RF 0.64+0.19 0.68+0.19 0.62+0.22 0.53+0.17 0.63+0.17 0.62+0.20

Bu karsilagtirmada goriiyoruz ki en yiiksek basari skoru 0.77+0.18 ile dérdiincii bigim
Oznitelik kullanilarak LDA yonteminden elde edilmistir. Fakat test ve validasyon
skorlar1 karsilastirildiginda bazi makine O6grenmesi yontemlerinde asirt 6grenme
(overfitting) problemi yasanmustir. Oznitelik sayisi ile veri kiimesi biiyiikliigiiniin
dengesizliginden yasanabilen bu problem yiiziinden birinci ve {igiincii bi¢im
Oznitelikteki k-NN ve dordiinct bigim 6znitelikteki LDA skoru ihmal edilecektir. Bu
durumda en yiiksek validasyon skoru altinci bigim 6znitelikle LDA yonteminde
0.72+0.17 olarak elde edilmistir.

4.1.3 Kitle olan ve olmayan durumlar icin skorlar

Elimizdeki veri kiimesi, herhangi goriintii iyilestirme islemi uygulanmamus, Kitle olan
ve olmayan seklinde ayrilmis bi¢cimdedir. Bu veri kiimesi 150 adet kitle olan, 75 adet
kitle olmayan dijital mamogramlardan olusmaktadir. Burada da veri kiimesi rastgele
bicimde %20’ye %80 olacak sekilde test ve egitim kiimesi olarak ayrilmistir. Cizelge
4.5’de bu ¢alisma icin kullandigimiz makine 6§renmesi teknikleri ile elde edilmis test

skorlart yer almaktadir.
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Cizelge 4.5: Kitle olan ve olmayan durumlar i¢in test skoru.

Test Skoru
Yontem L . ..
Birinci Ikinci Uglincii Dordiincii Besinci Altinct
Bigim Bigim Bicim Bicim Bigim Bigim
LogReg 0.69 0.64 0.67 0.73 0.69 0.73
LDA 0.69 0.68 0.60 0.76 0.82 0.80
k-NN 0.67 0.73 0.56 0.62 0.60 0.62
CART 0.67 0.71 0.67 0.67 0.64 0.62
SVM 0.73 0.71 0.67 0.73 0.69 0.78
RF 0.69 0.73 0.67 0.69 0.71 0.69

Dijital mamogramlarda kitle olup olmadigini test ederken elde ettigimiz en yiiksek

skor, besinci bigim 6znitelik ile LDA yonteminde %82 dir.

Cizelge 4.6: Kitle olan ve olmayan durumlar i¢in validasyon skoru.

Validasyon Skoru

Yontem L r .. .
Birinci Ikinci Uglincii Dordiincii Besinci Altinci

Bi¢im Big¢im Bi¢im Bi¢im Big¢im Bi¢im

LogReg 0.63%+0.16 0.6910.20 0.66+0.20 0.65+£0.18 0.66+0.17 0.6640.19

LDA  0.61£0.20 0.631+0.20 0.66+0.17 0.61+£0.20 0.684+0.15 0.73+0.17

k-NN  0.62+0.18 0.64+0.18 0.55+0.21 0.62+£0.14 0.63+0.18 0.5840.21

CART 0.63%£0.19 0.61+0.17 0.57+0.17 0.51+£0.21 0.5940.23 0.6040.19

SVM  0.65+0.19 0.66+0.20 0.65+0.18 0.65+0.21 0.66+0.17 0.62+0.20

RF 0.64+0.18 0.6440.18 0.64+0.16 0.51+0.19 0.64+0.17 0.6940.21

Bu karsilastirmada en yliksek validasyon skoru altinci bigim ile elde edilen 6znitelik
kullanilarak LDA yonteminde 0.73£0.17°dir. Test ve validasyon skorlari
karsilagtirildiginda ise validasyon skorunun, test skorundan biiyiik olmasi asiri
O0grenmeye isaret etmektedir. Bu yiizden {igiincii ve besinci bi¢cim k-NN, ikinci bigim
LogReg sonuglar1 ihmal edilecektir. Bu kosullar altinda en yiiksek validasyon basarisi

degismemistir.
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4.2 Goriintii iyilestirme islemi yapilmis veriler icin skorlar

Dijital mamogramlara kontrast iyilestirme islemleri olarak sirasiyla Kontrast Sinirili
Uyarlamali Histogram Esitleme (CLAHE) ve Yiiksek Boyutlu Model Gosterilim
(YBMG) yontemleri uygulanmistir. Bu islemlerin matematiksel arkaplani ikinci
bolimiinde anlatilmistir. Bu boliimde goriintii iyilestirme islemi uygulandiktan sonra

elde edilen skorlar verilmistir.
4.2.1 CLAHE uygulanmis mamogramlar

Dijital mamogram goriintiilerine kontrast iyilestirme tekniklerinden biri olan CLAHE
yontemi uygulanmig ve iic durum i¢in skorlar alt1 farkli makine 6grenmesi yontemi
kullanilarak elde edilmistir. Test ve validasyon skorlarini igceren tablolarda alt1 bigim

Oznitelikte elde edilen skorlar verilmistir.
4.2.1.1 Normal, iyi huylu ve kanser durumlari icin skorlar

Gortintii iyilestirme islemi uygulanmis normal, iyi huylu ve kanser durumlarini igeren
veri kiimesi kullanilarak alti bigimde O6znitelik matrisleri elde edilmistir. Python
calisma ortaminda alti farkli gézetimli makine 6grenmesi yontemi kullanilarak

siniflandirma basarisi ol¢iilmiistiir.

Cizelge 4.7: Normal, iyi huylu ve kanser durumlari i¢in test skoru.

Test Skoru
Y Ontem L. . .. o
Birinci Ikinci Uclincli  Dordiincii  Besinci Altinci
Big¢im Bic¢im Big¢im Bic¢im Bic¢im Bi¢im
LogReg 0.56 0.51 0.33 0.40 0.49 0.42
LDA 0.42 0.40 0.60 0.58 0.64 0.64
k-NN 0.38 0.49 0.36 0.42 0.58 0.36
CART 0.44 0.38 0.37 0.47 0.53 0.42
SVM 0.31 0.27 0.33 0.29 0.42 0.31
RF 0.62 0.42 0.44 0.42 0.42 0.49

En yiiksek test basarisi, besinci ve altinc1 bigim 6znitelik matrisleri kullanilarak LDA

yontemiyle %64 basar1 elde edilmistir.
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Cizelge 4.8: Goriintii iyilestirme etkisinin test sonuclariyla karsilastirilmasi.

Goriintii iyilestirme yok Goriintii iyilestirme var-
CLAHE
SVM - %73 LDA - %64

Gorlinti iyilestirme islemi uygulamadan aldigimiz en yiiksek skorla goriinti
iyilestirme iglemi yaptigimiz mamogram skorlar1 karsilastirrmis ve Cizelge 4.8°de
gosterilmigtir.  Goriilldigii  iizere goOriintli iyilestirme islemi yapilmis dijital
mamogramlardan elde edilen en yliksek basari, goriintii iyilestirme uygulanmamis

goriintliler kullanalrak elde edilen skorun altinda kalmistir.

Cizelge 4.9: Normal, iyi huylu ve kanser durumlar1 i¢in validasyon skorlari.

Validasyon Skoru

Yontem . . .. L.
Birinci Ikinci Uglincii Dordiincii Besinci Altinct

Bigim Bigim Big¢im Big¢im Bi¢im Bigim

LogReg 0.40%0.15 0.484+0.21 0.37+0.17 0.39£0.22 0.41+0.21 0.34%+0.20

LDA  0.40%0.19 0.46x+0.17 0.50+0.21 0.57+£0.21 0.5840.18 0.62+0.20

k-NN  0.36+0.16 0.40+0.22 0.41+0.18 0.36+£0.17 0.4240.25 0.36%0.19

CART  0.46%0.16 0.43+0.19 0.37+£0.19 0.43+£0.19 0.4940.19 0.44+0.22

SVM 0.1740.15 0.31+0.19 0.3240.17 0.29+£0.17 0.27+£0.17 0.27+0.17

RF 0.3940.18 0.4240.22 0.43+0.20 0.41+£0.21 0.4640.20 0.46%0.20

Validasyon ve test skorlari incelendiginde birinci bicim 6znitelik icin CART, ikinci
bicim Oznitelik i¢in CART, SVM, ii¢lincli bicim Oznitelik i¢in LogReg, k-NN,
dordiincii bicim 6znitelik icin LogReg, besinci bigim 6znitelik i¢in RF ve altinct bigim
Oznitelik i¢in CART yonteminde asir1 6§renme sorunu yasanmistir. Bu yiizden bu
skorlar karsilastirma yapilirken ihmal edilmistir. Bu ihmal goz 6niinde bulundurularak
en yliksek validasyon basarisi altinct bi¢cim Oznitelik matrisi kullanilarak LDA

yontemiyle 0.62+0.20 olarak elde edilmistir.

Cizelge 4.10: Goriintii iyilestirme etkisinin validasyon sonuglariyla karsilastirmasi.

Gorlintii iyilestirme yok Gorlintii iyilestirme var-
CLAHE
LDA - 0.59+0.21 LDA - 0.62+0.20
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Gorilintl iyilesitrme iglemi yapilmig ve yapilmamis verilerden elde edilen skorlar
karsilagtirildiginda goriildiigii tizere altinci bigim 6znitelik matrisi ile LDA yontemi
kullanilarak en yliksek basar1 elde edilmistir. Validasyon skorlarina bakildiginda
CLAHE yoOnteminin basariyr anlamli bir farkla olumlu bir sekilde etkiledigi

goriilememistir.

4.2.1.2 Kanser ve kanser olmayan durumlar icin skorlar

Iki sinifa ayrilmis mamogram goriintiilerinin alt1 farkli bicimdeki dznitelik matrisleri
kullanilarak hesaplanmis test ve validasyon sakorlar1 asagidaki gibidir. Cizelge
4.11°de goriildiigii gibi en yliksek test skoru ii¢lincli ve dordiincii bicim 6znitelik

kullanilarak LDA yontemiyle elde edilmistir.

Cizelge 4.11: Kanser/kanser olmayan veri kiimesi Clahe test skorlart.

Test Skoru
Yontem .. 3 - AN y o
Birinci Ikinci Ugiinci  Dordiincii  Besinci Altinci
Bigim Bi¢im Big¢im Bi¢im Bi¢im Bigim
LogReg 0.73 0.73 0.64 0.67 0.67 0.67
LDA 0.64 0.60 0.78 0.78 0.67 0.76
k-NN 0.58 0.60 0.62 0.58 0.71 0.53
CART 0.58 0.64 0.62 0.58 0.62 0.64
SVM 0.67 0.67 0.67 0.67 0.67 0.69
RF 0.64 0.60 0.62 0.62 0.71 0.60

Cizelge 4.11 ve Cizelge 4.12 karsilagtirildiginda bazi yontemlerde asir1 6grenme
sorunuyla karsilasildigi goriilmiistiir. Birinci bi¢cim 6znitelikte k-NN ve CART, ikingi
bicim Oznitelikte k-NN ve RF, ii¢lincii bicim 06znitelikte LogReg, dordiincii bigim
Oznitelikte RF ve altinct bigim 6znitelikte CART ve RF yontemleri kullanildiginda
validasyon skorunun test skorunun altinda kaldig1 aciktir. Bu degerler karsilastirma

yapilirken ithmal edilmistir.
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Cizelge 4.12: Gorlintii iyilestirme etkisinin test sonuglariyla karsilagtirmasi.

Goriintii iyilestirme yok Goriintii iyilestirme var-
CLAHE
LDA -0.80 LDA -0.78

Kanser ve kanser olmayan durumlarinin goriintii iyilestirme islemi uygulanmis ve
uygulanmamis hallerdeki en yiiksek basar1 skorlar1 Cizelge 4.12°de gosterilmistir.
Goriintli iyilestirme uygulanmamis verilerin besinci ve altinci bigim Ozniteliklerle
LDA yontemi kullanilarak elde edilmis skor %80°dir. CLAHE yontemiyle kontrasti
tyilestirilmis goriiniitlerden elde edilen veriler kullanilarak elde edilen en yiiksek skor
ticlincii ve dordiincii bigim 0znitelikte LDA yontemi kullanilarak %78 seklinde elde

edilmistir. CLAHE yonteminin basariya olumlu bir etkisinin olmadig1 goriilmiistiir.

Cizelge 4.13: Kanser ve kanser olmayan durumlar i¢in CLAHE uygulanmis
mammogram goriintiilerinden elde edilmis validasyon skorlari.

Validasyon Skoru

YoOntem . S .. L.
Birinci Ikinci Ugilincii Dordiincii Besinci Altinct
Bigim Bi¢im Big¢im Big¢im Bi¢im Bigim

LogReg 0.68%+0.15 0.6610.22 0.67+£0.16 0.67£0.20 0.66+0.14 0.67+0.17

LDA  0.59%0.17 0.58+0.20 0.7240.17 0.72£0.19 0.66+0.19 0.75%0.17

k-NN  0.62+0.20 0.61+0.21 0.54+0.18 0.47£0.22 0.5440.17 0.53%£0.21

CART  0.59+0.19 0.58+0.17 0.57+0.18 0.56+£0.20 0.5440.22 0.53%£0.19

SVM 0.6710.16 0.67+0.16 0.67+£0.16 0.67+£0.19 0.67+0.17 0.66%0.19

RF 0.6340.20 0.641+0.21 0.61+0.23 0.63+£0.17 0.5840.20 0.64+0.21

Cizelge 4.13’de CLAHE yontemiyle kontrasti iyilestirilmis mamogram
goriintiilerinden elde edilmis Ozniteliklerle hesaplanmis validasyon skorlar
karsilastirilmistir. En yiiksek validasyon basarisi altinci bigim Oznitelikle LDA

yontemi kullanilarak elde edilmistir.
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Cizelge 4.14: Gorlintii iyilestirme etkisinin validasyon sonuglariyla karsilagtirmasi.

Goriintii iyilestirme yok Goriintii iyilestirme var-
CLAHE
LDA -0.72+0.17 LDA - 0.75+0.17

CLAHE yonteminin validasyon skorlar1 iizerindeki etkisine bakildiginda goriintii
iyilestirme islemi uygulanmis ve uygulanmamis verilerde altinci bigim O6znitelikle
LDA yontemiyle en yiiksek basar1 skoru elde edildigi goriilmiistir. CLAHE

yonteminin skoru anlamli bir bi¢cimde etkiledigi gériilmemistir.

4.2.1.3 Kitle olan ve olmayan durumlar icin skorlar

Mamogram goriintiilerinde herhangi bir kitle olup olmadig1 sorgulanan bu durumda
CLAHE yo6ntemi uygulanmig meme goriintiileri kullanilmistir. Diger tiim durumlarda
oldugu gibi alt1 ¢esit Oznitelik kullanilmistir. Bu Oznitelikler kullanilarak 6 cesit

gbzetimli makine 6grenmesi teknigi ile test ve validasyon skorlari elde edilmistir.

Cizelge 4.15: Kitle olan ve olmayan durumlar icin CLAHE uygulanmis

mammogram gorintiilerinden elde edilmis test skorlari.

Test Skoru
Yontem . S .. L
Birinci Ikinci Uglinci  Dordiincii  Besinci Altinct
Big¢im Bic¢im Big¢im Bic¢im Big¢im Bi¢im
LogReg 0.80 0.67 0.69 0.78 0.71 0.80
LDA 0.53 0.53 0.73 0.82 0.71 0.76
k-NN 0.64 0.69 0.67 0.53 0.78 0.67
CART 0.62 0.76 0.62 0.60 0.64 0.62
SVM 0.76 0.67 0.71 0.78 0.71 0.73
RF 0.64 0.64 0.60 0.64 0.67 0.80

Cizelge 4.15 incelendiginde en yiiksek test skorunun dérdiincii bi¢cim 6znitelikle LDA

yontemi kullanilarak elde edildigi goriilmiistiir.
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Cizelge 4.16: Gorlintii iyilestirme etkisinin validasyon sonuglariyla karsilastirmasi.

Goriintii iyilestirme yok Goriintii iyilestirme var-
CLAHE
LDA - %82 LDA - %82

Goriintii  iyilestirme yapilmig ve yapilmamis mamogramlardan elde edilmis
Ozniteliklerle hesaplanmig basar1 skorlar1 Cizelge 4.17°de verilmistir. CLAHE siz
mamogramlar besinci 6znitelikle LDA yontemi kullanilarak %82 basariya ulagilmistir.
Ayni basar1 skoru CLAHE’li mamogramlar dordiincii 6znitelikle LDA yontemiyle

elde edilmistir.

Cizelge 4.17: Kitle olan ve olmayan durumlar icin CLAHE uygulanmis
mammogram goriintiilerinden elde edilmis validasyon skorlari.

Validasyon Skoru

Yontem L . .. ..
Birinci Ikinci Ugiincii Dordiincii Besinci Altinct

Bi¢im Bi¢im Bi¢im Bi¢im Bi¢im Bi¢im

LogReg 0.66+0.15 0.68+0.22 0.66+0.19 0.64+0.17 0.66+0.20 0.66%0.14

LDA 0.5740.19 0.63+0.20 0.62+0.21 0.71+0.19 0.63+0.19 0.76%0.17

k-NN 0.62+0.17 0.61+0.16 0.60+0.20 0.49+0.19 0.60+0.22 0.66%0.19

CART  0.52+0.20 0.62+0.17 0.60+0.23  0.58+0.19  0.56+0.20 0.60+0.16

SVM 0.64+0.15 0.6740.16 0.64+0.17 0.64+0.19 0.66+0.15 0.66+0.19

RF 0.60+0.21 0.6240.20 0.69+0.17 0.57+£0.20 0.67+£0.19 0.66+0.22

CLAHE’li mamogramlarin validasyon skorlar1 incelendiginde en yiliksek basarinin
0.76+ 0.11 oldugu goriiliir. Fakat Cizelge 4.17 ve Cizelge 4.18 incelendiginde birinci
Oznitelikle LDA, ikinci Oznitelikle LR ve LDA ve Tglincli Oznitelikle RF
yontemlerinde asir1 6grenme meydana gelmistir. Bu skorlar basar1 karsilastirmada

dikkate alnimamustir.

Cizelge 4.18: Goriintii iyilestirme etkisinin validasyon sonuclariyla karsilastirmasi.

Gorlintii iyilestirme yok Gorilintii iyilestirme var-
CLAHE
LDA -0.731+0.17 LDA -0.76+0.17
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Cizelge 4.18te CLAHE’ nin validasyon skorlar iistiindeki etki karsilagtirilmistir.

Gorlintii iyilestirmenin basariya anlamli bir fark katmadig1 gorilmustiir.

4.2.2 YBMG uygulanmis mamogramlar

Bu béliimde normal, iyi huylu ve kanser, kanser olan ve kanser olmayan, kitle olan ve
kitle olmayan durumlari igeren alt1 bi¢im Oznitelik matrisi kullanarak ve alti adet
gozetimli makine 6grenmesi yontemiyle mamogramlarin test ve validasyon skorlari

incelennmistir.

4.2.2.1 Normal, iyi huylu ve kanser durumlari icin skorlar

Mamogramlarin normal, iyi huylu ve kanser durumlarini igeren veri kiimesinden,
YBMG ile kontrast iyilestirilip alti farkli 6znitelikle alt1 adet makine 6grenmesi

yontemi kullanilarak basari skorlar1 elde edilmistir.

Cizelge 4.19: Normal, iyi huylu ve kanser durumlar i¢in YBMG uygulanmis
mammogram gorintiilerinden elde edilmis test skorlari.

Test Skoru
Y ontem - . A
Birinci Ikinci Uglinci  Dordiincii Besinci Altinct
Bigim Bigim Bi¢im Big¢im Bigim Big¢im
LogReg 0.40 0.49 0.31 0.38 0.31 0.53
LDA 0.51 0.53 0.47 0.31 0.51 0.60
k-NN 0.29 0.49 0.29 0.44 0.59 0.33
CART 0.47 0.33 0.42 0.47 0.44 0.44
SVM 0.22 0.29 0.26 0.31 0.27 0.33
RF 0.40 0.53 0.42 0.38 0.49 0.51

En yiiksek test skoru, altinci bigim 6znitelikle LDA yontemi kullanilarak %60 olarak

elde edilmistir.

Cizelge 4.20: Gorlintii iyilestirme etkisinin validasyon sonuglariyla karsilastirmasi.

Gorlintii iyilestirme yok Gorilintii iyilestirme var-
YBMG
SVM - %73 LDA - %60
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YBMG yontemi uygulanmis ve uygulanmamis veriler karsilastirildiginda kontrast

tyilestirmenin olumlu bir etkisinin olmadig1 goriilmiistiir.

Cizelge 4.21: Normal, iyi huylu ve kanser durumlar i¢in YBMG uygulanmis
mammogram goriintiilerinden elde edilmis validasyon skorlari.

Validasyon Skoru

Yontem L L .. ..
Birinci Ikinci Uglincii Dordiincii Besinci Altinct

Bigim Bigim Bicim Bicim Bicim Bi¢im

LogReg 0.4440.18 0.4840.22 0.4240.20 0.27£0.19 0.3840.20 0.43%£0.16

LDA 0.451+0.20 0.44140.21 0.5240.20 0.45+0.16 0.45+0.18 0.48+0.18

k-NN 0.4340.21 0.4310.24 0.34+0.16 0.44+0.21 0.47+0.18 0.32+0.18

CART  0.4340.20 0.4240.24 0.37£0.16 0.41£0.21 049+0.17 0.44%+0.19

SVM 0.36+0.18 0.2840.16 0.25+0.19 0.22+£0.12 0.42+£0.18 0.31+£0.14

RF 0.4610.18 0.4940.15 0.4240.20 0.41+0.19 0.40£0.23 0.45%0.19

Cizelge 4.21°de normal, iyi huylu ve kanser durumlari i¢in YBMG uygulanmig veriler
kullanilarak elde edilmis alt1 ¢esit 6znitelik ile alt1 adet gézetimli makine 6grenmesi
yonteminin performansi karsilastiritlmistir. En yiiksek validasyon skoru altinci bigim
Oznitelikle LDA kullanilarak 0.48 +0.18 olarak elde edilmistir. Fakat Cizelge 4.19 ve
Cizelge 4.21 incelendiginde birinci Oznitelik i¢in LogReg, k-NN, SVM
yontemlerinde,ikinci bigim 6znitelik icin CART yonteminde, tiglincii bigim 6znitelikte
LogReg, LDA, k-NN ve SVM yontemlerinde, dordiincii bi¢im 6znitelikte LDA ve RF
yontemlerinde, besinci bi¢cim 6znitelikte LogReg,, CART ve SVM yontemlerinde asiri
O0grenme sorunuyla karsilagilmistir. Bu skorlar karsilagtirma yapilirken ihmal

edilmistir.

Cizelge 4.22: Goriintii iyilestirme etkisinin validasyon sonuglariyla karsilastirmas.

Goriintii iyilestirme yok Goriintii iyilestirme var-
YBMG
LDA -0.5940.21 LDA -0.48 +£0.18

Cizelge 4.22°de ' YBMG yonteminin uygulanip uygulanmamasinin  etkisi
gosterilmistir. Validasyon skorlart incelendiginde YBMG ile kontrast iyilestirme

isleminin validasyon skoruna olumlu bir katkisinin olmadig1 gozlenmistir.
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4.2.2.2 Kanser ve kanser olmayan durumlar icin skorlar

YBMG yontemi uygulanmig kanser ve kanser olmayan durumlart iceren
mamogramlarin alt1 bicim 6znitelik matrisleri olusturulmustur. Gozetimli makine
o0grenmesi teknikleri uygulandiktan sonra test ve validasyon skorlarina ait sonuglar

Cizelge 4.23 ve Cizelge 4.25’de verilmistir.

Cizelge 4.23: Kanser ve kanser olmayan durumlar icin YBMG uygulanmis
mammogram goriintiilerinden elde edilmis test skorlari.

Test Skoru
Yontem o . ..
Birinci Ikinci Uclincii  Dordiincii  Besinci Altinci
Big¢im Bic¢im Bi¢im Big¢im Big¢im Bigim
LogReg 0.68 0.69 0.71 0.71 0.76 0.76
LDA 0.67 0.71 0.80 0.71 0.77 0.89
k-NN 0.67 0.67 0.62 0.60 0.71 0.69
CART 0.75 0.69 0.67 0.59 0.71 0.78
SVM 0.73 0.76 0.71 0.71 0.73 0.82
RF 0.71 0.71 0.64 0.62 0.67 0.71

YBMG uygulanmis veri i¢in en yiiksek test skoruna altinci bi¢im 6znitelikle LDA

yontemiyle ulagilmigtir.

Cizelge 4.24: Goriintii iyilestirme etkisinin test sonuglariyla karsilastirmasi.

Goriintii 1yilestirme yok Goriintl 1yilestirme var-
YBMG
LDA - %80 LDA - %89

YBMG ile kontrast 1yilestirme islemi uygulandiginda ve uygulanmadiginda kanser ve
kanser olmayan durumlar igin elde edilen test skorlar1 Cizelge 4.24’de 6zetlenmistir.
Gorlintli 1yilestirme islemi uygulanmamis mamogramlarda en yiiksek basar1 besinci
ve altinci bigim 6znitelikle LDA yonteminde %80 iken YBMG ile goriintii iyilestirme
islemi uygulanmis mamogramlar i¢in altinci bigim 6znitelikle yine LDA yonteminde

%89 basar1 elde edilmistir. YBMG yonteminin test skorunu iyilestirdigi goriilmiistiir.
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Cizelge 4.25: Kanser ve kanser olmayan durumlar i¢in YBMG uygulanmis

mammogram goriintiilerinden elde edilmis validasyon skorlari.

Validasyon Skoru

Yontem L L .. ..
Birinci Ikinci Uglincii Dordiincii Besinci Altinct

Bigim Bi¢im Bigim Bicim Bicim Bi¢im

LogReg 0.68+0.19 0.67+0.19 0.64+0.20 0.66+0.19 0.69+0.17 0.64%0.20

LDA 0.57+0.17 0.62+0.16 0.67+0.22 0.65+0.19 0.73+£0.18 0.64%0.20

k-NN 0.64+0.19 0.59+0.23 0.56+0.17 0.64+0.20 0.64+£0.16 0.57%0.23

CART  0.6040.20 0.61+0.20 0.53+0.19 0.59+0.19 06240.20 0.57+0.18

SVM 0.6510.18 0.6410.15 0.59+0.19 0.66+0.17 0.66+0.21 0.59+0.23

RF 0.67+0.18 0.63+0.17 0.60+0.24 0.61+0.20 0.66+0.17 0.62+0.19

Kanser ve kanser olmayan durumlar1 igeren veri kiimesinde validasyon skorlari
incelendiginde besinci 6znitelik i¢in LDA yonteminde en yiiksek skorun elde edildigi

gorilmiustir.

Cizelge 4.26: Goriintii iyilestirme etkisinin validasyon sonuglariyla karsilastirmasi.

Goriintii iyilestirme yok Gortintii iyilestirme var-
YBMG
LDA - 0.7240.17 LDA -0.734+0.18

Gorlntl 1iyilestirme isleminin etkisinin Ozetlendigi Cizelge 4.26’da, YBMG’nin

basariy1 anlamli bir oranda arttirdig1 gézlenmemistir.
4.2.2.3 Kitle olan ve olmayan durumlar i¢in skorlar

Kontrast iyilestirme iglemi olarak YBMG uygulanmis mamogram goriintii verileri
kullanilarak hesaplanmis alt1 bicim Oznitelik matrisleri, cesitli gézetimli makine
ogrenmesi teknikleri kullanilmis ve mamogramlarda kitle olup olmadig: sonuglarina

ait dogru tahmin etme skorlar1 Cizelge 4.27 ve Cizelge 4.29°da verilmistir.
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Cizelge 4.27: Kitle olan ve kitle olmayan durumlar i¢cin YBMG uygulanmis
mammogram goriintiilerinden elde edilmis test skorlari.

Test Skoru
Yontem o . ..
Birinci Ikinci Uclincii  Dordiincii  Besinci Altinci
Bi¢im Bi¢im Bigim Bi¢im Bigim Bi¢im
LogReg 0.73 0.76 0.67 0.67 0.80 0.80
LDA 0.73 0.58 0.71 0.69 0.87 0.80
k-NN 0.76 0.64 0.62 0.67 0.69 0.58
CART 0.76 0.69 0.69 0.64 0.49 0.76
SVM 0.69 0.71 0.62 0.67 0.71 0.73
RF 0.73 0.78 0.66 0.67 0.67 0.73

Mamogramlarda kitle olan ve olmayan durumlar i¢in elde edilen test skorunda en
yiiksek basar1 besinci bigim 6znitelikle LDA yontemi kullanilarak %87 olarak elde

edilmistir.

Cizelge 4.28: Goriintii iyilestirme etkisinin validasyon sonuglariyla kargilastirmasi.

Goriintii iyilestirme yok Goriintii iyilestirme var-
YBMG
LDA - %82 LDA - %87

YBMG islemi uygulanmis ve uygulanmamis mamogramlardan elde edilen
ozniteliklerle yapilan karsilastirmada YBMG’nin skoru olumlu yonde etkiledigi

gorilmiistiir.
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Cizelge 4.29: Kitle olan ve kitle olmayan durumlar i¢cin YBMG uygulanmis
mammogram goriintlilerinden elde edilmis validasyon skorlari.

Validasyon Skoru

Yontem L . .. .
Birinci Ikinci Uglincii Dordiincii Besinci Altinct

Bi¢im Big¢im Bi¢im Bi¢im Bi¢im Bigim

LogReg 0.66+0.21 0.6440.17 0.67+£0.20 0.67+£0.11 0.69+0.17 0.67%0.19

LDA 0.631+0.16 0.58+0.23 0.66+0.17 0.66+0.21 0.69+0.15 0.69+0.19

k-NN 0.57+0.20 0.6440.20 0.61+0.18 0.63+0.13 0.64+0.16 0.58%0.21

CART  0.55%0.22 0.65+0.18 0.56+0.20 0.62+0.28 0.64+0.17 0.60%0.20

SVM 0.66+0.20 0.66+0.19 0.62+0.19 0.67+0.16 0.66+0.14 0.61+0.19

RF 0.6610.22 0.66+0.18 0.61+0.17 0.63+0.18 0.67+0.19 0.61+0.22

Ayni durum i¢in validasyon skorlart incelendiginde besinci bigim 6znitelikle LDA

yontemiyle elde edilen en yiiksek skor 0.69+0.15 olmustur.

Cizelge 4.30: Goriintii iyilestirme etkisinin validasyon sonuglariyla karsilastirmas.

Goriintii 1yilestirme yok Goriintii 1yilestirme var-
YBMG
LDA -0.73+£0.17 LDA - 0.6940.15

Cizelge 4.30 incelendiginde YBMG islemi uygulanmis mamogramlarda validasyon

basarimin diistiigii gozlenmistir.

4.2.3 CLAHE ve YBMG skorlarinin karsilastirmasi

Mamogramlara kontrast iyilestirmek i¢in uygulanan Kontrast Siurli Uyarlamali
Histogram Esitleme ve Yiiksek Boyutlu Model Gosterilimi yontemlerine ait test ve

validasyon skorlar1 karsilagtirilmistir.

Cizelge 4.31: CLAHE ve YBMG test skorlarinin karsilastirilmasi.

lyi huylu, kanser, Kanser var, kanser  Kitle var, kitle yok

normal durumu yok durumu durumu
CLAHE LDA - %64 LDA - %78 LDA - %82
YBMG LDA - %60 LDA - %89 LDA - %87
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Cizelge 4.31°de gosterildigi iizere tiim durumlarda en yiiksek test basaris1 LDA
yontemi kullanilarak elde edilmisitir. Ayrica normal, iyi huylu ve kanser durumlari
i¢in sirasiyla en yiiksek CLAHE basaris1 5.ve 6. bi¢cim 0znitelikle kullanilarak %64,
YBMG basaris1 6. bi¢cim oznitelikle %60 olarak elde edilmistir. Kanser ve kanser
olmayan durum i¢in en yiiksek CLAHE basarisi 3 ve 4. bi¢cim 6znitelikle %78 seklinde
elde edilmistir. Buna karsilik 6.bicim Oznitelikle %89 olarak YBMG skoruna
ulasilmigtir. Son olarak kitle olan ve olmayan durum i¢in CLAHE 4.bi¢im 6znitelikle
en yiiksek %82 skoruna ulasirken YBMG 5.bi¢im 6znitelikle %87°dir. Sonug olarak
kanser ve kanser olayan durum ve kitle olan ve olmayan durum icin CLAHE

yontemine kiyasla YBMG yontemi daha yiiksek sonug¢ vermistir.

Cizelge 4.32: CLAHE ve YBMG validasyon skorlarinin karsilastirilmasi.

lyi huylu, kanser, Kanser var, kanser Kitle var, kitle yok

normal durumu yok durumu durumu
CLAHE LDA - %62+0.20 LDA - %75+0.17 LDA - %76+0.17
YBMG LDA - %48+0.18 LDA - %73+0.18 LDA - %69+0.15

Cizelge 4.32’de ise en yiksek validasyon skorlari verilmistir. Bu skorlar
karsilastirilginda ise CLAHE yonteminin, YBMG yonteminden daha yiiksek
validasyon skorlar1 sagladig1 goriilmiistiir. Aradaki farkin anlamliligini 6lgmek i¢in t

testi kullanilmagatir.

Normal, iyi huylu, kanser veri kiimesi i¢cin CLAHE ve YBMG yo6ntemlerinin
arasindaki farkin anlamligi igin t testi uygulandiginda p = 0.001 < 0.05 oldugu

goriilmiis ve iki yontem arasinda anlamli istatistiksel bir fark elde edilmistir.

Kanser olan ve olmayan veri kiimesi i¢in p = 0.6598 > 0.05, kitle olan ve olmayan
veri kiimesi i¢in p = 0.0962 > 0.05 olarak elde edilmis ve iki yontem arasinda

istatistiksel olarak anlaml bir farklilik saptanmamustir.
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5. SONUC VE ONERILER

Bu tez c¢alismasinda, Yiiksek Boyutlu Model Gosterilimi yontemi dijital
mamogramlara uygulanmis ve gesitli 6znitelikler elde edilerek ilk kez meme kanseri
tanist i¢cin kullanilmigtir.  IRMA veri kiimesinden alinan mamogramlar, ¢esitli 6n
hazirlik stirecleriyle 6znitelik c¢ikarilacak meme goriintiileri haline getirilmistir. Bu
calismada, meme kanseri tanisina yonelik 3 farkli durum incelenmistir. Birinci durum
normal, 1yi huylu, kanser, ikinci durum kanser olan ve olmayan ve {i¢iincii durum ise
kitle olan ve olmayan meme goriintiilerinden veri kiimeleri olusturulmustur. Bu veri
kiimeleri i¢in toplam 6 farkli 6znitelik matrisi olusturulmustur ve Cizelge 2.2°de
gosterilmistir. Olusturulan 6znitelik matrisleri ile Python ¢alisma ortaminda gozetimli

makine 6grenmesi teknikleri kullanilarak sonuglar elde edilmistir.

Meme goriintiilerine, performansi olumlu etkileyebilecegi diisiincesiyle kontrast
tyilestirme islemleri uygulanmistir. Kontrast Sinirli Uyarlamali Histpgram Esitlemesi
ve Yiiksek Boyutlu Model Gosterilimi yontemi kullanilarak mamogramlarda goriintii

tyilestirme islemi uygulanmis ve sonuglar karsilastirilmistir.

Herhangi bir goriintii iyilestirme islemi uygulanmamis veri kiimesinde normal, iyi
huylu ve kanser durumlarint ve YBMG’nin f, f, f, bilesenlerini iceren 6znitelik
matrisi ile en fazla %73 test basarisi elde edilmistir. Kanser olan ve olmayan durumlar
kullanialrak YBMG  bilesenlerinin ortalamasi1 ve frebenius norm, ortalama ve
medyanina karsilik gelen 6znitelik matrisi yardimiyla en yiiksek test skoru %80°dir.
Kitle olan ve olmayan durumlara bakildiginda YBMG bilesenlerinin medyanina

karsilik gelen 5.bi¢cim Gznitelik ile en yliksek %82 test basarisi elde edilmistir.

Kontrast Sinirlt Uyarlamali Histogram Esitleme yontemi uygulanmig normal, iyi huylu
ve kanser durumlarimi igeren veri kiimesi kullanilarak YBMG bilesenlerinin
medyanina ve frebenius norm, mean ve medyanina karsilik gelen 5. ve 6.bigim

Oznitelik matrisi ile en yiiksek test skoru %64 olarak elde edilmistir. Kanser ve kanser
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olmayan veri kiimesi icin YBMG bilesenlerinin frobenius normuna ve ortalamasina
karsilik gelen 3. ve 4. bigim Oznitelik matrisi ile en yiiksek %78 test basarisi elde
edilmistir. Kile olan ve olmayan veri kiimesi icin YBMG bilesenlerinin ortalamasina

karsilik gelen 4. bigim 6znitelik matrisi ile en yiiksek %82 test basarisi elde edilmistir.

Yiiksek Boyutlu Model Gdosterilimi kontrast iyilestirme islemi uygulanmig normal, iyi
huylu ve kanser durumlarini igeren veri kiimesi kullanilarak YBMG bilesenlerinin
frebenius norm, mean ve medyanina karsilik gelen 6.bicim 6znitelik matrisi ile en
yiiksek test skoru %60 olarak elde edilmistir. Kanser ve kanser olmayan veri kiimesi
icin YBMG bilesenlerinin frobenius normuna ve ortalamasina karsilik gelen 6. bigim
Oznitelik matrisi ile en yiiksek %89 test basarisi elde edilmistir. Kile olan ve olmayan
veri kiimesi i¢cin  YBMG bilesenlerinin medyanina karsilik gelen 5. bigim 6znitelik

matrisi ile en yiiksek %87 test basaris1 elde edilmistir.

Kontrast Sinirli Uyarlamali Histogram Esitleme ve Yiiksek Boyutlu Model Gosterilimi
kontrast iyilestirme yontemleri validasyon skorlar1 karsilagtirilmis ve anlamli bir fark
olup olmadig: t testiyle stnanmistir. Normal, iyi huylu ve kanser veri kiimesi i¢in iki
yontem arasinda anlamli bir istatistiki fark elde edilmisten kanser olan ve olmayan,
kitle olan ve olmayan veri kiimeleri icin istatistiki olarak anlamli bir fark elde

edilememistir.

Yapilan karsilagtirmalarda siklikla YBMG bilesen degerlerinin medyanina  ve
frebenius norm, ortalama ve medyanina karsilik gelen 5. ve 6.bi¢im 6znitelik matrisi

kullanilarak yiiksek sonuglar elde edildigi goriilmiistiir.

Bundan sonra yapilacak ¢alismalarda, ortaya koydugumuz 6 farkli bigimdeki 6znitelik
matrisleri gelistirilebilir, farkli goriintii iyilestirme teknikleri uygulanabilir. Ayrica
IRMA veri kiimesinden alinan mamogramlarin disinda mini-MIAS gibi farkli veri

kiimeleri de kullanilip sonuglar incelenebilir.
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